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摘要:针对机床主轴热性能对加工精度产生影响的问题ꎬ对机床主轴热误差建模方向进行了试验研究ꎮ 以数控磨床主轴为研究对

象ꎬ通过热特性试验获得了阶梯转速下的温度变化数据和热误差数据ꎬ对温度数据进行了模糊聚类分组ꎬ并采用相关系数法选出了

温度敏感测点ꎻ通过对灰色神经网络初始参数进行优化ꎬ建立了遗传算法(ＧＡ)优化的灰色神经网络热误差预测模型ꎻ在该模型中ꎬ
以灰色神经网络的预测输出和实际值的绝对误差作为遗传算法适应度函数ꎬ以平均相对误差作为预测模型的评价标准ꎬ并与灰色

神经网络、ＢＰ 神经网络预测结果进行了对比ꎮ 研究结果表明:该预测模型具有更高的预测精度ꎬ通过 ＧＡ 对灰色神经网络的初始参

数进行优化ꎬ可有效地提高网络的预测精度ꎬ更好地用于热误差补偿系统ꎮ
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０　 引　 言

近年来ꎬ高速加工技术的不断应用ꎬ对于机床的加

工精度提出了更高的要求ꎮ 在机床的加工误差中ꎬ热
误差占比达到了 ４０％ ~ ７０％ [１]ꎮ 电主轴是机床的关

键部件ꎬ高速运转时其内部呈现复杂的热态特性ꎬ导致

主轴结构受热变形产生热误差ꎬ从而降低了机床的加

工精度ꎮ 通过建立准确的热误差模型ꎬ进一步消除或

补偿热误差ꎬ对于改善机床的加工精度具有重要的研

究意义ꎮ
国内外学者在热误差建模领域也做了大量的工

作ꎬ分别采用不同的方法揭示了温度和热误差之间的

关系ꎬ建立热误差模型常用的方法主要有:最小二乘拟

合建模[２]、神经网络建模[３￣４]、灰色理论建模[５]、时间

序列分析法[６]等ꎮ 其中ꎬ神经网络法更适合处理热误

差的复杂性和非线性ꎬ如谢杰等[７] 提出了模糊神经网

络建立热误差预测模型ꎬ有效地解决了模型的过学习

和欠学习的问题ꎻＨＵＡＮＧ 等[８] 提出了遗传算法优化

ＢＰ 神经网络的热误差建模ꎬ有效地避免了预测结果陷

入局部最优解ꎻ张毅等[９] 提出了并联和嵌入两种结构

的灰色神经网络对机床热误差进行预测ꎬ相比于灰色

模型和神经网络预测精度得到了较大提高ꎻＯＵＡＦＩ
等[１０]提出了基于数理统计的人工神经网络的热误差

建模ꎬ应用于热误差主动补偿系统ꎬ使加工精度得到了

明显提高ꎻＧＵＯ Ｑｉａｎ￣Ｊｉａｎ 等[１１] 提出了基于人工蜂群

的神经网络热误差建模ꎬ与最小二乘回归、神经网络预

测模型相比ꎬ具有更高的预测精度ꎮ
遗传算法(ＧＡ)是 Ｈｏｌａｎｄ 在 １９７５ 年创建的ꎬ目前

已经成功地用于工业、交通运输、工业设计等诸多领

域[１２]ꎮ 遗传算法的研究主要可以分为 ３ 个方面:遗传

算法的理论与技术[１３]、用 ＧＡ 进行分类的系统学

习[１４]、用 ＧＡ 进行的优化ꎮ
本文将提出一种遗传算法优化灰色神经网络的主

轴热误差建模方法ꎬ用遗传算法对灰色神经网络中权

值阈值进行优化ꎬ以有效地避免陷入局部最优解ꎬ更好

地提升网络的预测能力ꎮ

１　 主轴热特性试验

１. １　 实验装置及方案

实验在超高速外圆凸轮磨削机床上进行ꎬ实验部

分包括了电主轴温度测量和热误差测量两部分ꎮ
电主轴热误差实验如图 １ 所示ꎮ

图 １　 电主轴热误差实验

图 １ 中:设定主轴转速在 ２ ０００ ｒ / ｍｉｎ ~５ ０００ ｒ / ｍｉｎ
范围内按阶梯变化ꎬ设定每 ３０ ｍｉｎ 变换 １ 次转速ꎬ共连

续运行 ４ ｈꎮ
温度测量选用 Ｋ 型热电偶ꎬ在主轴上选择了 ９ 个

温度测点进行温度采集ꎬ同时设置一个室温测点用以

测量室温ꎬ热误差测量选用 ３ 个电涡流位移传感器ꎬ分
别测量主轴的轴向(Ｚ 向)伸长量和径向(Ｘ、Ｙ 向)热变

形ꎬ数据采集装置选用美国 ＮＩ 公司的 ＰＸＩｅ 采集模块ꎮ
温度测点位置如表 １ 所示ꎮ

表 １　 温度测点位置

测点序号 测点位置 测点序号 测点位置

Ｔ１ 后轴承前 Ｔ６ 电机前

Ｔ２ 后轴承后 Ｔ７ 冷却水出口

Ｔ３ 前轴承前 Ｔ８ 冷却水进口

Ｔ４ 前轴承后 Ｔ９ 电机侧面

Ｔ５ 电机后 Ｔ１０ 室温

１. ２　 实验结果分析

经过 ４ ｈ 的实验可以得出实验结果主轴温升曲线

和主轴热变形曲线ꎬ如图 ２ 所示ꎮ

图 ２　 主轴热性能

从图 ２ 可以看出:
在主轴转速持续升高时各测点温度升高很快ꎬ在

主轴转速最高时各测点温度也基本达到了最高值ꎬ其
中后轴承两个温度测点的温度升高最快且温度也最

高ꎻ主轴在空间中产生了变形ꎬ其中轴向热误差最大ꎬ
达到了 ４０ μｍꎬ而径向热误差则变化不明显ꎮ

对比图 １(ｂ)和图 ２(ｂ)可以看出:在 １. ５ ｈ 之前温

度数据随阶梯转速的升高而增大ꎬ１. ５ ｈ ~ ２ ｈ 转速从
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３ ５００ ｒ / ｍｉｎ直接降到 ２ ５００ ｒ / ｍｉｎ 温度数据有缓慢的

回落ꎬ往后的转速中出现和前面类似的情况ꎮ
从图 ２ 还可以看出:
在 ０ ~ １. ５ ｈ 之间ꎬ热误差数据随温度变化且增速

呈上升趋势ꎻ在 １. ５ ｈ ~ ２ ｈ 之间ꎬ热误差数据随温度

数据的下降出现缓慢的回落ꎬ往后的数据出现与前面

类似的情况ꎻ在 ３ ｈ ~ ４ ｈ 之间温度数据达到最高的同

时热误差数据也达到最高ꎬ总体上热误差数据随温度

数据增大而增大ꎬ但存在延迟现象ꎬ这可能与机床本身

的热容有关ꎮ
由于轴向热误差对加工精度的影响较大ꎬ且轴向

变形较明显ꎬ本研究在建模时以轴向热误差为预测输

出对象进行建模ꎮ

２　 温度测点的优化

通过对温度测点进行优化减少温度变量ꎬ可减少

建模计算资源ꎬ提高建模的计算精度ꎮ 本节采用模糊

聚类分析的方法对温度测点进行优化ꎮ

２. １　 模糊聚类分组

ＲＵＳＰＩＮＩ 首先提出了模糊划分的概念ꎬ模糊聚类

可避免人的主观随意性和片面性ꎬ能够较客观地对数

据进行分类ꎮ
模糊聚类分组流程如图 ３ 所示ꎮ

图 ３　 模糊聚类分组流程

聚类分析在温度测点优化中就是将一组温度数

据{ｘ１ꎬｘ２ꎬｘ３ꎬꎬｘｍ} 根据数据中的各温度测点的相关

性分成若干组的子集 ｘ１ꎬｘ２ꎬꎬｘｍꎮ
模糊聚类一般可以划分为正规化、标定和聚类过

程ꎬ具体如下:
(１) 正规化过程ꎮ对数据进行初始化处理ꎬ令温度

数据中{ｘ１ꎬｘ２ꎬｘ３ꎬꎬｘｍ} 中的每个样本自成一个序

列ꎬ对原始数据序列进行极差化变换处理ꎻ

(２) 标定ꎮ标定就是求出将要分类的对象之间的

相识度的统计量 ｒｉｊꎬ进而求出相似矩阵Ｒ ＝ ( ｒｉｊ) ｎ×ｎꎬ在
这里采用相似系数法求出相似矩阵ꎻ

(３) 聚类过程ꎮ常用的聚类过程有以下 ３ 种:传
递闭包法、直接聚类法和模糊 ｋ￣ 均值聚类法ꎮ在这里

采用模糊 ｋ￣ 均值聚类法(ＦＣＭ)ꎬＦＣＭ 通过对目标函

数优化从而得到所有温度测点类中心的隶属度ꎬ根
据隶属度的大小决定样本点类的归属ꎬ从而达到分

类的目的ꎮ
在这里本研究设置聚类中心为 ４ 个ꎬ选择迭代次

数为默认值 １００ꎻ收敛精度设置为默认值 １ × １０ －６ꎬ模
糊系数设置为默认值 ２ꎮ从而可以得出温度数据的分

组结果ꎬ总共 ９ 个温度测点分为 ４ 组:Ｔ１、Ｔ２ꎻＴ３、Ｔ４ꎻＴ５、
Ｔ６、Ｔ７、Ｔ８ꎻＴ９ꎮ

２. ２　 温度测点优化

根据以上的分组结果ꎬ本研究利用统计学理论进

行温度测点的优化ꎬ用相似系数法计算各个温度测点

和热误差之间的相关系数ꎬ即:

ｒｘｉＥ ＝
∑

ｎ

ｊ ＝ １
(ｘｉｊ － ｘｉ)(Ｅ ｊ － Ｅ)

∑
ｎ

ｊ ＝ １
(ｘｉｊ － ｘｉ) ２ ∑

ｎ

ｊ ＝ １
(Ｅ ｊ － Ｅ) ２

(１)

式中:ｒｘｉＥ— 相关系数ꎻｘｉｊ— 测点温度ꎻｉ— 第 ｉ 个测点ꎬ
共 ｍ 个测点ꎻｊ— 同一测点测量次数ꎻｎ— 同一测点的

测量次数ꎻｘｉ— 所有在 ｉ 测点下 ｎ 次测量的平均温度ꎻ
Ｅ— 同一测点所有测量值的的平均热误差ꎻＥ ｊ— 热误

差测量点的第 ｊ 次测量值ꎮ
经过式(１) 的计算ꎬ从而可得出各个温度测点的

相关系数ꎮ
各温度测点相关系数如表 ２ 所示ꎮ

表 ２　 温度测点相关系数

温度测点 相关系数 温度测点 相关系数

Ｔ１ ０. ９４９ ８ Ｔ６ ０. ９１２ ９
Ｔ２ ０. ９４８ ９ Ｔ７ ０. ９１３ ５
Ｔ３ ０. ９５０ ３ Ｔ８ ０. ８８６ ８
Ｔ４ ０. ９５５ ５ Ｔ９ ０. ８８１ ８
Ｔ５ ０. ８７０ ４

　 　 在各组内对比表 ２ 中系数大小ꎬ本研究进而选出

各组内的最优温度测点ꎮ由表 ２ 中相关系数的值ꎬ选择

Ｔ１、Ｔ４、Ｔ７、Ｔ９ 为热误差建模的温度输入数据ꎮ

３　 预测模型建立和对比

３. １　 灰色神经网络模型建立

灰色神经网络中采用了 ＢＰ 神经网络的反向误差
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学习法ꎬ能够根据预测误差对网络的权值阈值进行调

节ꎮ具有对不确定系统进行预测的优势ꎬ灰色理论可以

在缺少规律的系统中挖掘有用信息ꎬ从而使系统不断

白化[１５]ꎮ
由于该网络对数据比较敏感ꎬ需要对数据进行归

一化处理ꎬ使其温度数据和热误差数据处于[０ꎬ１] 范

围之间ꎬ归一化处理公式如下:

ｘｉｊ ＝
ｘｉｊ － ｍｉｎｘｉｊ

ｍａｘｘｉｊ － ｍｉｎｘｉｊ
(２)

式中:ｘｉｊ— 归一化后的数据ꎻｍｉｎｘｉｊ— 测点最小值ꎻ
ｍａｘｘｉｊ— 测点最大值ꎮ

本研究将选出的关键点温度数据和热误差数据都

进行一次累加处理ꎬ得到数据序列并使之成指数增长

规律ꎮ初始数据序列 ｘｉｊ 表示为 ｘ( ｔ)ꎬ一次累加后的数

据序列 ｘ(１)
ｉ 表示为 ｙ( ｔ)ꎬ预测结果表示为 ｚ( ｔ)ꎬｎ 个输

入参数 ａꎬｂ１ꎬꎬｂｎ 的灰色神经网络微分方程可以表示

如下:
ｄｙ１

ｄｔ ＋ ａｙ１ ＝ ｂ１ｙ２ ＋ ｂ２ｙ３ ＋  ＋ ｂｎ－１ｙｎ (３)

式中:ｙ１ꎬｙ２ꎬꎬｙｎ— 系统输入参数ꎻａꎬｂ１ꎬꎬｂｎ－１— 微

分方程系数ꎮ
式(３) 的时间响应可表示为:

ｚ( ｔ) ＝ ｙ１(０) －
ｂ１

ａ ｙ２( ｔ) －
ｂ２

ａ ｙ３( ｔ) －  －
ｂｎ－１

ａ

ｙｎ( ｔ))ｅ －ａｔ ＋
ｂ１

ａ ｙ２( ｔ) ＋
ｂ２

ａ ｙ３( ｔ) ＋  ＋
ｂｎ－１

ａ ｙｎ( ｔ)

(４)
式中:ｚ( ｔ)— 网络预测结果ꎮ

令:

ｄ ＝
ｂ１

ａ ｙ２( ｔ) ＋
ｂ２

ａ ｙ３( ｔ) ＋  ＋
ｂｎ－１

ａ ｙｎ( ｔ)

将 ｄ 代入式(４) 后作如下转化:

ｚ( ｔ) ＝ ((ｙ１(０) － ｄ) ｅ －ａｔ

１ ＋ ｅ －ａｔ ＋

ｄ １
１ ＋ ｅ －ａｔ )(１ ＋ ｅ －ａｔ) ＝

((ｙ１(０) － ｄ) １ － １
１ ＋ ｅ －ａｔ( ) ＋ ｄ １

１ ＋ ｅ －ａｔ )

(１ ＋ ｅ －ａｔ) ＝ ((ｙ１(０) － ｄ) － ｙ１(０)
１

１ ＋ ｅ －ａｔ ＋

２ｄ １
１ ＋ ｅ －ａｔ )(１ ＋ ｅ －ａｔ) (５)

式(４) 映射到拓展的 ＢＰ 网络中ꎬ就可以获得 ｎ 个

输入、１ 个预测输出的灰色神经网络ꎮ

３. ２　 ＧＡ 优化灰色神经网络模型

遗传算法可以分为:染色体编码、适应度函数的选

择和遗传操作ꎮ遗传操作可以分为:变异操作、选择操

作和交叉操作ꎮ染色体的好坏通过适应度函数来进行

评价ꎬ适应度值越小则说明该染色体越优良ꎬ适应度的

好坏直接影响该基因被选择和交叉的概率ꎮ而遗传算

法便于寻找全局最优解得益于变异操作ꎬ变异操作类

似于生物上的基因突变ꎬ是在编码染色体上随机选择

若干基因ꎬ通过修改基因进而为神经网络引入新的基

因ꎬ有利于寻找全局最优解[１６￣１７]ꎮ
在灰色神经网络中初始参数 ａꎬｂ１ꎬꎬｂｎ 为随机赋

值ꎬ而初始参数 ａꎬｂ１ꎬꎬｂｎ 和灰色神经网络的权值阈

值直接或是间接相关ꎬ在网络进化过程中不利于选择

全局最优解ꎮ采用 ＧＡ 对灰色神经网络的初始参数进

行优化ꎬ可以避免以上情况[１８]ꎬ在ＧＡ优化的灰色神经

网络中以灰色神经网络预测输出和实际值的绝对误差

作为遗传算法适应度函数ꎮ
ＧＡ 优化灰色神经网络流程图如图 ４ 所示ꎮ

图 ４　 ＧＡ 优化灰色神经网络流程图

３. ３　 模型对比

为了验证 ＧＡ 优化的灰色神经网络的有效性ꎬ笔
者在实验中温度采集和热误差同步采集共进行 ４ ｈꎬ将
这些数据简化为 ３００ 组数据ꎬ其中ꎬ第 １ ~ １７０ 组用于

神经网络模型训练ꎬ而 １７１ ~ ２２０ 组数据则用来预测ꎬ
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并和实际的热误差进行对比ꎬ计算得出平均相对误差ꎮ
在 ＢＰ 神经网络预测模型中设置网络的拓扑结构

为 ４ － １０ － １ꎬ输入层到隐含层之间的传递函数设置为

ｔａｎｓｉｇꎬ隐含层到输出层之间的函数设置为 ｐｕｒｅｌｉｎꎬ学
习速率设置为 ０. ００１ ５ꎬ迭代 １００ 次ꎻ在灰色神经网络

预测模型中网络结构设置为 １ － １ － ５ － １ꎬ即 ＬＡ 为 １
个节点、ＬＢ 为 １ 个节点、ＬＣ 为 ５ 个节点、ＬＤ 为 １ 个节

点ꎬ初始参数 ａꎬｂ１ꎬꎬｂ４ 随机赋值均设置为 ０. ３ ＋
ｒａｎｄ(１) / ４ꎬ学习速率设置为 ０. ００１ ５ꎬ迭代次数设置为

１ ０００ꎮ
在 ＧＡ 优化的灰色神经网络中ꎬ种群规模设置为

３０ 个ꎬ进化迭代次数设置为 １００ꎬ变异概率设置为０. １ꎬ
交叉概率设置为 ０. ３ꎮ 在误差校正部分 ＢＰ 神经网络

采用“４ － １０ － １”的网络拓扑结构ꎬ即输入层 ４ 个节

点ꎬ隐藏层 １０ 个节点ꎬ输出层为 １ 个节点ꎮ 输入层到

隐藏层之间设置 ｔａｎｓｉｇ 为激活函数ꎬ隐藏层到输出层

设置线性 ｐｕｒｅｌｉｎ 函数为激活函数ꎻ灰色神经网络部分

的学习速率设置为 ０. ００１ ５ꎬ网络迭代 １ ０００ 次ꎬ将遗

传算法优化的初始参数 ａꎬｂ１ꎬꎬｂ４ 直接赋值给灰色

神经网络作为初始参数输入ꎮ
通过 ＧＡ 优化后的灰色神经网络的计算可以得到

热误差预测模型ꎬ得到的适应度曲线如图 ５ 所示ꎮ

图 ５　 适应度曲线

从图 ５ 可以看出:
适应度值下降很快ꎬ较少的代数就可以对初始参

数进行有效优化ꎮ
通过建立 ＢＰ 神经网络预测模型和灰色神经网络

预测模型与 ＧＡ 优化的灰色神经网络预测模型进行对

比ꎬ可以得到热误差预测图ꎮ 将以上 ３ 个预测模型的

预测值和实际值做差ꎬ可以得到各个模型的残差曲

线图ꎮ
阶梯转速下主轴热误差模型预测如图 ６ 所示ꎮ
从图 ６ 可以看出:
灰色神经网络的预测精度高于 ＢＰ 神经网络ꎬＧＡ

优化的灰色神经网络残差浮动范围均小于以上两个预

图 ６　 阶梯转速下主轴热误差模型预测

测模型ꎻ经过计算得出 ＢＰ 神经网络的平均相对误差为

４. ９３％ꎬ灰色神经网络的平均相对误差为 ４. ３１％ꎬＧＡ 优

化的灰色神经网络的平均相对误差仅为 ３. ４４％ꎮ
由此可以得出:ＧＡ 优化灰色神经网络模型能够

更好地预测热误差ꎬ该模型结合 ３ 种模型的优点ꎬ具有

精度高和稳定性好的优点ꎮ

４　 结束语

为研究机床主轴热性能对加工精度的影响ꎬ本
文以超高速外圆凸轮磨削机床为研究对象ꎬ建立了

ＧＡ 优化的灰色神经网络热误差预测模型ꎬ获得以下

结论:
(１)用 ＧＡ 优化灰色神经网络预测模型对热误差

进行了预测ꎬ经计算得出平均残差为 １. ７１８ μｍꎻ
(２)建立了 ＢＰ 神经网络、灰色神经网络热误差预

测模型ꎬ得出了 ＢＰ 预测平均相对误差为 ４. ９３％ ꎬ灰色

神经网络预测平均相对误差为 ４. ３１％ ꎬ对比 ３ 个模

型ꎬ得出该模型的预测精度得到了提高ꎻ
(３)用遗传算法对灰色神经网络的初始参数进行

了优化ꎬ可有效地提高网络的预测精度ꎬ能更好地用于

热误差补偿系统ꎮ
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