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基于动态贝叶斯网络的智能工厂

设备健康评估方法研究∗

高柯柯ꎬ于重重∗ ꎬ晏　 臻
(北京工商大学 人工智能学院ꎬ北京 １０００４８)

摘要:针对传统的机械工厂设备健康评估方法存在设备重组困难、主要故障提取无特点以及设备间的交互不明显问题ꎬ提出了一种

基于动态贝叶斯网络的设备健康评估方法ꎮ 利用智能工厂生产线上实时采集的数据ꎬ对工厂数据进行了特征提取ꎬ以每小时产量

作为评估工厂健康程度的指标ꎻ利用随机森林算法提取了影响该工厂生产线产量的主要故障类型ꎬ构建了动态贝叶斯网络ꎬ并进行

了设备健康评估ꎮ 研究结果表明:动态贝叶斯网络有着出众的学习能力ꎬ当输入样本足够多时ꎬ设备健康等级的预估由初始的

３８. ４％上升到了 ６４. １％ ꎬ先验概率会越来越趋近于真实分布ꎬ更有利于分析设备间的交互关系及生产线设备的健康状况ꎻ该方法可

以对设备进行有效的评估ꎬ达到有效维护设备的目的ꎮ
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０　 引　 言

随着工业 ４. ０ 和智能制造技术的兴起ꎬ智能工厂

的建设逐渐被各国企业所重视[１ꎬ２]ꎮ 在这种趋势下ꎬ
工业设备日益向复杂化和智能化的方向发展ꎬ设备的

安全问题越来越受到企业的重视ꎮ 同时ꎬ由于工业设

备系统运行工况繁杂多变、运行环境相对恶劣ꎬ更增加

了系统性能退化失效的速率和发生故障的概率ꎮ 更为

重要的是ꎬ工厂生产线上的设备一旦由于失效引发故

障ꎬ将会对工厂经济造成重大的损失ꎮ 因此ꎬ在大数据

背景的时代下ꎬ利用工厂实时采集的海量数据ꎬ在设备

性能退化的早期ꎬ及时且有效地对设备进行健康状态

评估ꎬ合理制定维护计划和维修方案变得极为重要ꎮ
健康评估是一种通过对系统的状态信息进行收集

和学习ꎬ分析健康状态ꎬ洞悉系统故障ꎬ提取规避风险ꎬ
从而保证系统运行可靠性的一项技术ꎮ ＧＡＳＰＥＲＩＮ Ｍ
等[３]从包络谱中提取出了齿轮啮合频率的功率密度ꎬ
并且据此对齿轮的健康状态进行了评估ꎮ ＪＡＶＥＤ Ｋ
等[４]利用模糊聚类的方法ꎬ对系统的健康状态进行了

自动评估ꎮ ＹＡＮ Ｊ等[５]利用 ｌｏｇｉｓｔｉｃ 回归函数ꎬ对电梯

门运动系统的健康状态进行了评估ꎮ ＷＡＮＧ Ｃ 等[６]

提出了一种结合有效特征提取方法和模糊 ｃ均值聚类

算法的深度森林算法ꎬ实现了对轨道航天器当前健康

状态的评估ꎮ 余道明等[７]提出了一种集新型深度自

编码和最小量化误差相结合的ꎬ应用于滚动轴承全寿

命周期的健康评估方法ꎮ 王村松等[８]采用一种多变

量深度森林分类器ꎬ实现了设备健康状态的离线训练

和在线评估ꎮ 林涛等[９]采用改进栈式自编码器的方

法ꎬ实现了对风电机组发电机的健康评估ꎮ
尽管以上的建模评估方法已经取得了较好的理论

成果ꎬ但在实际应用的场景中ꎬ由于场景设置的复杂性

不同ꎬ设备运行状况也受到许多其他因素的影响ꎮ 考

虑到运行环境的复杂性ꎬ前述的建模方式难度倍增ꎬ这
就使得分析不同工况下设备的运行状态ꎬ找出主要影

响设备运行的因素ꎬ进而对设备进行健康评估变得尤

为重要ꎮ
本文主要对某压缩机工厂的设备进行健康评估ꎮ

由于该工厂生产线上各设备协同运行共同完成生产ꎬ
中间任何一个环节发生故障ꎬ都会影响后续的生产ꎬ进
而影响整个流程的产出ꎻ且同一生产线上各设备之间

存在着关联性ꎬ各设备的运行状况实时都在发生变化ꎮ
动态贝叶斯网络可以实现实时故障诊断ꎬ随着毗

邻时间步骤将不同变量联系起来ꎬ本文采用动态贝叶

斯网络对设备的健康状态进行评估ꎮ

１　 基于随机森林算法的主要故障提取

本文的实验数据来源于某压缩机工厂的相关数

据ꎬ数据来自该工厂 ２０１７ 年 ９ 月 ３ 日到 ２０１８ 年 ３ 月

３０ 日共半年的数据ꎬ主要包括了监测数据、故障数据

和产量数据ꎮ
监测数据主要是指生产过程中设备上传感器采集

上传的实时数据ꎬ不同的设备有着不同的状态参数ꎬ主
要包括电压、电流、转速、焊接时间等ꎬ采集间隔固定ꎬ
基本都在 ５ ｍｉｎ左右进行一次采集ꎮ

监测数据如表 １ 所示ꎮ

表 １　 监测数据

参数 单位

电压 Ｖ
电流 Ａ

初期速度 ｍｍ / ｍｉｎ
收弧速度 ｍｍ / ｍｉｎ
焊接时间 ｓ
搭接速度 ｓ

升降动作时间 ｓ

　 　 故障数据是指再生产过程中监测出的设备故障类

型ꎮ 数据主要包括故障码以及故障发生时间ꎬ故障码

为 ０ 的字段表示正常ꎬ非 ０ 字段表示故障ꎬ不同的故障

码对应着相应的故障类型ꎮ 故障数据实时监控采集ꎬ
一旦出现故障ꎬ设备会上传故障码到工业系统ꎮ 当故

障完成修复ꎬ则会上传故障码 ０ꎬ表示设备已回复正常

工作状态ꎮ
不同设备有着不同的故障类型ꎬ故障数据如表 ２

所示ꎮ

表 ２　 故障数据

故障设备 故障码 日期

设备 １ １０８ ２０１７ / ９ / ３ １３:４５:１４
设备 １ ０ ２０１７ / ９ / ３ １３:５０:５４
设备 ５ １２８ ２０１７ / ９ / ３ １３:５２:４９
设备 ５ ０ ２０１７ / ９ / ３ １３:５５:２４

　 　 产量数据指生产线最后的成品产出数量ꎮ 产量数

据再生产过程中实时采集ꎬ每当有 １ 件成品产出ꎬ累计

产数加 １ꎬ同时记录此刻的时间ꎮ
产量数据如表 ３ 所示ꎮ

表 ３　 产量数据

累计产量 时间

２１２ ９１２ ２０１７ / ９ / ２ １２:０５:１３
２１２ ９１３ ２０１７ / ９ / ２ １２:０５:２２
２１２ ９１４ ２０１７ / ９ / ２ １２:０５:３９

􀅰９６７􀅰第 ６ 期 高柯柯ꎬ等:基于动态贝叶斯网络的智能工厂设备健康评估方法研究



１. １　 特征构造

该工厂所采集的数据ꎬ除了监测数据有着固定的

采集频率ꎬ故障数据和产量数据均没有固定的采集频

率ꎮ (１)产量数据ꎮ 产量数据是每当新增一个产出ꎬ
上传一次数据ꎬ每次生产一个产出所耗用的时间称之

为节拍ꎮ 节拍数据在工况正常的时候通常维持在 ９ ｓ
左右ꎻ(２)故障数据ꎮ 故障数据则是每当发现一个故

障或者异常的时候会上传相应的故障码ꎬ因此ꎬ故障数

据的采集没有一个较为规律的周期ꎮ 结合上述情况ꎬ
需要对数据进行划分处理ꎮ

由于产量数据、故障数据都是实时采集的ꎬ时间精

确到秒ꎬ同时采集间隔又是不固定的ꎬ为了更加直观地

发现故障和产量之间的联系ꎬ本文对故障数据和产量

数据按小时进行切分ꎮ 监测数据基本有着固定的采样

间隔ꎬ采样频率为 ５ ｍｉｎꎮ 故本文选择将监测数据进行

二值处理ꎬ即分为正常和不正常两种类型ꎮ
结合上述特征ꎬ笔者对某机械工厂生产线本体 Ａ

设备组上的各个设备在每个小时段上进行统计ꎬ可以

构造出特征表ꎮ 其中ꎬ设备 １＿１０８ 表示设备 １ 发生故

障 １０８ 的时长ꎬ以此类推ꎮ 该表一共包括日期、产量、
故障时长(以 ｓ为单位)、监测参数状态ꎬ共计 １２２ 维ꎮ

部分特征表的数据截图如表 ４ 所示ꎮ
表 ４　 特征表

日期 产量 设备 １＿１０８ 设备 １＿１２８ 设备 １＿１９０ 设备 １＿１９２ 设备 １＿电压 设备 １＿转速

２０１７０９０３００ ３５２ ０ ０ ７８ ０ ｎｏｒｍａｌ ｎｏｒｍａｌ
２０１７０９０３０１ ３７１ ０ ０ ２４７ ０ ｎｏｒｍａｌ ｎｏｒｍａｌ
２０１７０９０３０２ ３３８ ３ １４５ ０ ０ ０ ｎｏｒｍａｌ ｎｏｒｍａｌ
２０１７０９０３０３ ３４９ ３ ６００ ０ ０ ０ ｎｏｒｍａｌ ｎｏｒｍａｌ
２０１７０９０３０４ ３４９ ３ ６００ ０ ０ ０ ｎｏｒｍａｌ ｎｏｒｍａｌ

１. ２　 相关性分析

在动态贝叶斯网络中ꎬ需要将特征转化为节点构

造出图模型ꎮ 而上述得到的特征表维度较多ꎬ且特征

表具有明显的稀疏性ꎮ 为了减少动态贝叶斯网络的节

点个数ꎬ减少计算消耗ꎬ提高动态贝叶斯网络实时评估

的效率ꎬ同时剔除由于异常或报警而上传的故障类型ꎬ
本文通过分析不同故障与产量之间的相关性ꎬ找出影

响产量的主要故障ꎮ
首先笔者统计出频率发生较高的故障类型及其故

障的修复时长ꎬ对重点故障进行初步的筛选ꎮ 同时ꎬ由
于设备的工作情况直接或者间接影响到生产线的产

量ꎬ不同故障的故障时间对产量有着不同程度的影响ꎬ
可以采用随机森林算法ꎬ将故障对产量的影响程度进

行排序ꎬ从而提取出重点故障类别来ꎮ
笔者对产品的产量进行统计分析ꎬ将每小时的产

量进行分为 Ａ、Ｂ、Ｃ、Ｄ、Ｅ、Ｆ ６ 个等级ꎮ 其中ꎬ每小时

产量 > ４００ 为 Ａ等ꎬ每小时产量∈(３５０ꎬ４００]为 Ｂ 等ꎬ
产量∈(３００ꎬ３５０]为 Ｃ 等ꎬ产量∈(２５０ꎬ３００]为 Ｄ 等ꎬ
产量∈(２００ꎬ２５０]为 Ｅ等ꎬ每小时产量 < ２００ 为 Ｆ等ꎮ

最后笔者得到产量的分布图ꎬ如图 １ 所示ꎮ

１. ３　 随机森林提取主要故障

随机森林是决策树的延伸方法之一ꎬ是一种由多

颗决策树构成的集成学习算法[１０]ꎮ 由于决策树存在

易发生过拟合的现象[１１]ꎬ为了改善该缺点ꎬ随机森林

的预测通过组合多个弱分类器ꎬ最终结果通过投票或

取均值ꎬ使得整体模型的结果具有较高的精确度和泛

图 １　 每小时产量分布

化性能[１２]ꎮ
笔者将每小时不同故障的发生次数和故障恢复时

间作为特征输入到随机森林ꎬ产量等级作为分类标签ꎻ
对模型的分类结果的准确率进行排序ꎬ排名靠前的特

征即为影响产量的重要特征ꎮ
随机森林算法模型结构图如图 ２ 所示ꎮ

图 ２　 随机森林模型
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笔者最终选定排序在前 １０ 的故障作为影响产量

的主要故障ꎬ依次是设备:１ (１０８ꎬ１２８ꎬ１９０ )ꎬ设备

２(１０３ꎬ１０６ꎬ１１３ꎬ１１４)ꎬ设备 ３(１２１)ꎬ设备 ４(１３４)ꎬ设
备 ５(１２６)ꎻ括号内为设备的故障码ꎮ

具体故障及其解释如表 ５ 所示ꎮ
表 ５　 主要故障及其说明

设备 故障码 故障说明

设备 １ １０８ １ＳＴ安全光栅

设备 １ １２８ ９０°翻转检测工件异常

设备 １ １９０ 气缸超时

设备 ２ １０３ 上料机通讯异常

设备 ２ １０６ 入口托盘升降机入料超时

设备 ２ １１３ 本体输送线热继保护

设备 ２ １１４ 设备非常停止

设备 ３ １２１ 清渣台数到

设备 ４ １３４ 维修门打开报警

设备 ５ １２６ 上料安全门异常

２　 基于动态贝叶斯的设备健康评估

２. １　 动态贝叶斯理论

动态贝叶斯网络(ＤＢＮ)是一种以概率论和图论

为基础ꎬ将时间维融入到贝叶斯网络(ＢＮ)ꎬ以表示时

间关联性ꎬ最终形成了能够处理时序信息的动态概率

推理模型[１３]ꎮ
和贝叶斯网络不同的是ꎬ动态贝叶斯网络在贝叶

斯网络的基础上考虑到了时间因素ꎬ因此更适合对非

静态的时序数据进行分析[１４ꎬ１５]ꎮ 动态贝叶斯网络能

够反映出贝叶斯网络随着时间变化的动态特性ꎬ从而

进一步可发现各变量之间的因果关系ꎻ同时ꎬ当动态贝

叶斯网络搭建完成以后ꎬ除了能够给出变量之间的关

系ꎬ还能够在线输入真实案例对网络模型的条件概率

表(ｃｏｎｄｉｔｉｏｎａｌ ｐｒｏｂａｂｉｌｉｔｙ ｔａｂｌｅꎬＣＰＴ)进行推理和更新ꎮ
因此ꎬ在故障健康评估过程中ꎬ分析人员通过动态贝叶

斯网络能够直观地、实时地找出系统各环节之间的因

果关系ꎬ从而有效地制定设备的健康评估方案ꎮ
参照贝叶斯网络ꎬ动态贝叶斯网络同样采用概率

积分来表述其不确定性ꎬ并且对于概率积分ꎬ最基本的

规则就是采用关联实践的概率ꎬ即:
Ｐ(ＡꎬＢ) ＝ Ｐ(Ａ / Ｂ) × Ｐ(Ｂ) (１)

式中: Ｐ ( Ａꎬ Ｂ)—事件 Ａ 和 Ｂ 发生的实际概率ꎻ Ｐ
(Ｂ)—事件 Ｂ 的绝对概率ꎻＰ(Ａ / Ｂ)—给定事件 Ｂ 发生

的情况下事件 Ａ 发生的条件概率ꎮ
Ｐ(Ａ / Ｂ)可以由式(１)变换为下式:

Ｐ(Ａ / Ｂ) ＝ Ｐ(Ｂ / Ａ) × Ｐ(Ａ)
Ｐ(Ｂ) (２)

而当涉及多源融合信息时ꎬ贝叶斯网络的公式如

下式所示:

Ｐ(Ａｉ / Ｂ) ＝
Ｐ(Ｂ / Ａｉ)Ｐ(Ａｉ)

∑
ｊ
Ｐ(Ｂ / Ａｉ)Ｐ(Ａ ｊ)

(３)

２. ２　 数据预处理

动态贝叶斯网络同贝叶斯网络相同ꎬ节点类型通

常为有限的离散值ꎬ而不同时段的故障时长是一个真

实采集的实数ꎮ 考虑到贝叶斯网络的实时计算性能ꎬ
各节点可取的离散值个数不宜过大的原因ꎬ笔者将不

同时段的故障时长划分为高、低、无 ３ 档ꎮ 当故障时长

超过了不同时段发生该故障的时间的平均值ꎬ则用

“ｈｉｇｈ”表示ꎮ 同理ꎬ故障时长低于在不同时段发生该

故障的时间的平均值ꎬ则用“ ｌｏｗ”表示ꎬ而在该时段没

有发生故障则用 “ ｎｏｎｅ”表示ꎮ 不同故障中 “ ｈｉｇｈ”、
“ｌｏｗ”、“ｎｏｎｅ”的先验概率则取值为训练样本中各档

的比值ꎮ
笔者将表 ４ 中提出的特征表进行调整ꎬ得到和贝

叶斯网络相匹配的样本格式ꎬ如表 ６ 所示ꎮ
表 ６　 样本数据

ＩＤｎｕｍ ｙｉｅｌｄ ｅｑｕｉｐｍｅ￣
ｎｔ＿１＿１０８

ｅｑｕｉｐｍｅ￣
ｎｔ＿１＿１２８

ｅｑｕｉｐｍｅ￣
ｎｔ＿１＿１９０

ｅｑｕｉｐｍｅ￣
ｎｔ＿１＿Ｈ

ｅｑｕｉｐｍｅ￣
ｎｔ＿３＿Ｓ

１ Ｂ ｎｏｎｅ ｎｏｎｅ ｎｏｎｅ ｈｅａｌｔｈｙ ｎｏｒｍａｌ
２ Ｃ ｎｏｎｅ ｎｏｎｅ ｎｏｎｅ ｈｅａｌｔｈｙ ｎｏｒｍａｌ
３ Ｂ ｌｏｗ ｌｏｗ ｎｏｎｅ ｈｅａｌｔｈｙ ｎｏｒｍａｌ
４ Ａ ｎｏｎｅ ｎｏｎｅ ｎｏｎｅ ｈｅａｌｔｈｙ ｎｏｒｍａｌ
５ Ｃ ｎｏｎｅ ｎｏｎｅ ｌｏｗ ｈｅａｌｔｈｙ ｎｏｒｍａｌ

　 　 表 ６ 中ꎬ“ＩＤｎｕｍ”为样本的标号ꎬ“ｙｉｅｌｄ”表示产量

等级ꎬ共分为 Ａ、Ｂ、Ｃ、Ｄ、Ｅ、Ｆ ６ 个等级ꎮ 命名规则如

下:首个字符表示设备名称ꎬ“Ｓ”表示状态ꎬ“Ｈ”表示

健康程度ꎮ 如“ｅｑｕｉｐｍｅｎｔ＿５＿１２１”表示设备 ５ 发生故

障 １２１ 的时长ꎬ共分为“ｈｉｇｈ”、“ ｌｏｗ”、“ ｎｏｎｅ” ３ 个等

级ꎮ “ｅｑｕｉｐｍｅｎｔ＿５＿Ｈ”表示设备 ５ 的健康情况ꎬ分为

“ｈｅａｌｔｈｙ”和“ｕｎｈｅａｌｔｈｙ”两个等级ꎮ
同样地ꎬ“ｅｑｕｉｐｍｅｎｔ＿５＿Ｓ”表示设备 ５ 的监控数据

状态ꎬ分为“ｎｏｒｍａｌ”和“ｕｎｎｏｒｍａｌ”两个等级ꎬ其余以此

类推ꎮ

２. ３　 实验与结果分析

经笔者初步构建的动态贝叶斯网络图ꎬ如图 ３
所示ꎮ

笔者将已经处理好的数据集输入动态贝叶斯网络

中ꎬ当贝叶斯网络对样本数据进行学习后ꎬ可以发现ꎬ
原先设定的先验概率由于对样本的学习而发生了改

变ꎬ如图 ４ 所示ꎮ
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图 ３　 动态贝叶斯网络结构图

图 ４　 学习后的动态贝叶斯网络图

　 　 由于学习的样本数据中ꎬ所有的监控节点均为

“ｎｏｒｍａｌ”ꎬ可以看到:学习后的检测数据节点也从图 ３
中的 ９５％ 的可能性为 “ ｎｏｒｍａｌ ” 上升到图 ４ 中的

９７. ５％ ꎻ而故障数据也随着输入样本中相应故障数据

为“ｎｏｎｅ”ꎬ对“ｎｏｎｅ”置信度有了一定程度的提升ꎮ
同时ꎬ由以上分析可得知:本文每小时产量数据分

布集中在 Ｂ 等级ꎬ产量节点随着输入数据为 Ｂ 等级ꎬ
对 Ｂ的预估也由初始的 ３８. ４％上升到了 ６４. １％ ꎮ
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综合以上分析可以看出:动态贝叶斯网络有着出

众的学习能力ꎬ当输入的样本足够多ꎬ先验概率会越来

越趋近于真实分布ꎮ
通过实时上传的数据ꎬ动态贝叶斯健康评估网络

可以实时在线学习ꎮ 动态贝叶斯网络根据上一时间点

的推理结果与当前时间点的证据信息更新节点概率ꎬ
从而实现实时的健康评估ꎮ

笔者对训练好的动态贝叶斯网络进行验证ꎬ对未来 ５
个时刻的产量进行了预测ꎬ得到的预测结果如表 ７所示ꎮ

表 ７　 动态贝叶斯网络实验结果

时间
点

真实
产值

预测(Ｐ[ＡꎬＢꎬＣꎬＤꎬＥꎬＦ])

１ Ｂ [１５. ８％ ꎬ２８. ６％ ꎬ２１. ７％ ꎬ１４. ５％ ꎬ１２. ３％ ꎬ７. １％ ]
２ Ｂ [１４. ２％ ꎬ３２. ６％ ꎬ１９. ７％ ꎬ１６. ５％ ꎬ８. ３％ ꎬ８. ５％ ]
３ Ａ [３３. ７％ ꎬ２７. ６％ ꎬ２０. ４％ ꎬ７. ５％ ꎬ５. ３％ ꎬ５. ５％ ]
４ Ｂ [１５. ８％ ꎬ３１. ２％ ꎬ２２. ５％ ꎬ１９. ７％ ꎬ８. ７％ ꎬ２. １％ ]
５ Ｃ [１２. ８％ ꎬ２１. ９％ ꎬ３２. １％ ꎬ１７. ４％ ꎬ１０. ９％ ꎬ４. ９％ ]

　 　 从表 ７ 的实验结果可以看出:在 ５ 个时刻中ꎬ动态

贝叶斯网络评估最大概率对应的等级都与真实的健康

等级相同ꎬ该结果验证了动态贝叶斯网络在实时健康

评估上的有效性ꎮ

３　 结束语

随着工业设备智能化的快速发展ꎬ制造企业对设

备的可靠性分析不再停留在设备的故障与否ꎬ而是更

多地考虑到设备未来长期的健康状况ꎮ
本文提出了一种基于动态贝叶斯网络的设备健康

评估方法ꎬ首先利用生产线上实时采集的数据对工厂

数据进行了特征提取ꎬ再利用随机森林算法提取出了

主要故障类型ꎬ构建了动态贝叶斯网络ꎬ最后进行了设

备健康评估ꎮ
该方法具有以下特点:
(１)反映出了采集数据与产量之间的隐层关系ꎻ
(２)提取出了主要故障类型并对生产线设备进行

了健康评估ꎬ解决了传统工厂主要设备故障类型提取

无特点以及设备间的交互不明显问题ꎻ
(３)对设备的健康评估取得了较为理想的效果ꎬ

验证了动态贝叶斯网络在实际工程应用中的有效性和

结果的可解释性ꎮ
在后续的研究工作中ꎬ需要继续优化动态贝叶斯

网络ꎬ使得该模型能更广泛地应用于实际工程之中ꎮ
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