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基于深度字典学习的滚动轴承故障识别∗

余阿东
(信阳职业技术学院 汽车与机电工程学院ꎬ河南 信阳 ４６４０００)

摘要:针对传统滚动轴承故障识别算法存在的特征提取与选择困难的问题ꎬ提出了一种基于深度字典学习(ＤＤＬ)的滚动轴承故障

诊断方法ꎮ 首先ꎬ利用传感器采集了不同工况下的滚动轴承故障振动数据ꎬ并利用字典学习的稀疏性约束逐层学习了轴承故障数

据中的典型结构特征ꎻ然后ꎬ借鉴深度学习的“逐层特征提取”思想ꎬ根据故障样本结构构造了深度故障字典ꎬ将故障样本输入深度

故障字典ꎬ根据样本的重建误差确定了故障类别ꎻ最后ꎬ以滚动轴承试验台为对象测试了 ＤＤＬ 模型的有效性ꎮ 研究结果表明:采用

该方法得到的滚动轴承故障识别准确率达到 ９９. ２８％ ꎬ训练时间仅为 ７６５ ｓꎻ相比于卷积神经网络、循环神经网络等深度学习方法ꎬ
该方法在故障识别准确率方面和训练速度方面具有较大优势ꎻＤＤＬ 方法利用驱动字典ꎬ可以自动提取出轴承振动信号样本中的故

障特征ꎬ同时ꎬ深度字典结构使所提取的故障特征具有较好的层次性ꎬ符合人们对故障的直观认识ꎮ
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０　 引　 言

滚动轴承经常在复杂环境中运行ꎬ易受各种外界

干扰从而发生故障ꎮ 在滚动轴承发生故障后ꎬ如何快

速、准确地识别出故障类型及故障程度ꎬ对于提高故障

定位精度和缩短整机恢复运行时间具有重要意义[１]ꎮ
目前ꎬ对滚动轴承故障进行诊断一般是基于振动

信号进行[２]ꎬ而实际采集到的振动信号常表现出非线



性和非平稳性ꎬ导致传统的基于信号处理的故障识别

方法受到较大限制[３]ꎮ
而基于深度学习的轴承故障识别方法无须构建复

杂的滚动轴承物理模型ꎮ
丁家满等人[４]在对滚动轴承故障进行诊断时ꎬ采

用重采样技术ꎬ提取了轴承振动信号的时域和频域特

征ꎬ进而构建了深度森林模型ꎬ使滚动轴承故障的识别

率达到了 ９５％ ꎮ 王登峰等人[５] 将深度 Ｑ 网络引入了

轴承的故障识别领域ꎬ建立了“博弈”诊断模型ꎬ建立

了故障信号与不同故障程度之间的映射关系ꎮ
深度学习模型为一般黑箱模型ꎮ ＣＨＥＮ Ｋ 等人[６]

为解释故障机理ꎬ将轴承故障特征转换为灰度图ꎻ但是

灰度图的物理含义不明确ꎮ
稀疏表示以字典原子的线性组合来重建信号ꎬ因

此其所提取的字典原子与信号本身是线性关系ꎬ具有

较重要的实际意义ꎮ
因此ꎬ笔者基于稀疏表示理论ꎬ借鉴深度学习“逐

层提取特征”的思想ꎬ提出一种可用于滚动轴承故障识

别的深度字典学习(ＤＤＬ)模型ꎻ首先利用稀疏性约束逐

层学习故障数据中的典型结构特征ꎬ然后构成深度故障

字典ꎬ根据故障样本的重建误差确定故障类别ꎬ最后以

滚动轴承试验台为对象测试 ＤＤＬ 模型的有效性ꎮ

１　 稀疏表示与字典学习

１. １　 稀疏表示

稀疏表示是利用少量基本信号的线性组合来表示

目标信号ꎬ其表达式如下:
ｙ ＝Ｄｘ ＋ ｖ (１)

式中:ｙ—目标信号ꎻＤ—字典ꎻｘ—稀疏表示系数ꎻｖ—
误差ꎮ

字典 Ｄ 的每一列为一个原子ꎬ其单位化处理式如下:

ｄｉ ＝
ｄｉ

‖ｄｉ‖２
ꎬ∀ｄｉ∈Ｄ (２)

由学习方法构造的字典是根据样本数据的特点自

适应学习得到的ꎬ学习到的原子形态更丰富ꎮ 因此ꎬ笔
者使用学习方法来构造故障字典ꎮ

１. ２　 字典学习

在字典学习模型中ꎬＤ 和 ｘ 为待求量ꎬ因此求解目

标信号的稀疏表示可转换为:
ａｒｇ　 ｍｉｎ

ＤꎬＸ
‖Ｙ －ＤＸ‖２

Ｆ

ｓ. ｔ. 　 ‖ｘｉ‖０≤ｓꎬｘｉ∈Ｘ (３)
式中:Ｙ—样本矩阵ꎻＸ—稀疏系数矩阵ꎻｓ—稀疏指标ꎻ
‖‖Ｆ—Ｆ—范数ꎻ‖‖０—向量非零元个数ꎮ

笔者采用交替迭代法来求解式 (３)ꎬ其具体步

骤是:
首先ꎬ固定 Ｄ 求解 Ｘꎻ然后ꎬ固定 Ｘ 对 Ｄ 进行更

新ꎬ重复上述操作ꎬ直到误差满足要求ꎮ
由字典 Ｄ 求解 Ｘ 是编码问题ꎬ此处笔者采用正交

匹配追踪法(ＯＭＰ) [７]进行求解ꎮ
此外ꎬ笔者采用 ＳＧＫ 算法[８￣１０] 进行字典 Ｄ 的更

新ꎬ即:
ｄ( ｔ ＋ １)
ｋ ＝ Ｅ( ｔ)

ｋ Ｘ( ｔ) Ｔ
ｒｏｗｋ(Ｘ( ｔ)

ｒｏｗｋＸ( ｔ) Ｔ
ｒｏｗｋ) － １ (４)

Ｅ( ｔ)
ｋ ＝ Ｙ － ∑

ｊ≠ｋ
ｄ( ｔ)
ｊ Ｘ( ｔ)

ｒｏｗｊ (５)

式中: ｔ—迭代次数ꎻ ｄｋ—Ｄ 的第 ｋ 列ꎻＸ( ｔ)
ｒｏｗｋ—Ｘ 的第

ｋ 行ꎮ
由于将学习到的字典应用于轴承故障识别时ꎬ不

需要构建分类器ꎬ目标样本会由同属一类的字典原子

稀疏表示出来ꎬ通过非零项系数的分布及重建误差ꎬ可
将测试样本分配给对应类别ꎮ

２　 基于 ＤＤＬ 的轴承故障识别

２. １　 样本矩阵生成

设样本数为 Ｍꎬ样本维度为 Ｎꎮ
滚动轴承故障类型如下:正常状态、内圈故障(轻

微损伤尺寸 ０. １８ ｍｍꎬ中度损伤尺寸 ０. ３６ ｍｍꎬ重度损

伤尺寸 ０. ５４ ｍｍ)、外圈故障(轻微损伤尺寸 ０. １８ ｍｍꎬ
中度损伤尺寸 ０. ３６ ｍｍꎬ重度损伤尺寸 ０. ５４ ｍｍ)、滚
动体故障 (轻微损伤尺寸 ０. １８ ｍｍꎬ中度损伤尺寸

０. ３６ ｍｍꎬ重度损伤尺寸 ０. ５４ ｍｍ)ꎬ共计 １０ 种工况类

型ꎮ
其中ꎬ测试轴承的损伤尺寸由电火花刻蚀技术加

工获得ꎮ
样本矩阵表示如下:

Ｙ ＝ [Ｙ１  Ｙｉ  Ｙ１０] (６)
式中:Ｙ∈ℝ Ｎ ×ＭꎻＹｉ—第 ｉ( ｉ ＝ １ꎬ２ꎬꎬ１０)类样本的样

本子集ꎬＹｉ∈ℝ Ｎ ×ＭｉꎻＭｉ—第 ｉ 类的样本总数ꎮ

２. ２　 深度字典学习模型

笔者借鉴深度学习模型“逐层特征提取”算法ꎬ构
建深层故障字典ꎮ 每层字典的稀疏性指标设置为 １ꎬ
利用信号表示残差逐层驱动字典学习ꎬ其数学模型

如下:
ａｒｇ　 ｍｉｎ

ＤｊｉꎬＸ ｊｉ
‖Δｊ

ｉ － Ｄ ｊ
ｉＸ ｊ

ｉ‖２
Ｆ

ｓ. ｔ. 　 ‖(ｘｍ) ｊ
ｉ‖０ ＝ １ꎬｍ ＝ １ꎬ２ꎬＭｉ (７)

式中:Ｄ ｊ
ｉ∈ℝ Ｎ × ＬｉꎻＸ ｊ

ｉ∈ℝ Ｌｉ ×ＭｉꎻΔｊ
ｉ∈ℝ Ｎ ×Ｍｉꎻ ｉ—故障类

型ꎻｊ( ｊ ＝ １ꎬ２ꎬꎬｎ)—第 ｊ 层ꎻｎ—字典总层数ꎻＬｉ—每
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层字典中属于第 ｉ 类的原子数量ꎻｘｍ—对应子系数矩

阵的第 ｍ 列ꎮ
第 ｊ 层字典 Ｄ ｊ、系数矩阵 Ｘ ｊ 和残差矩阵 Δｊ 也按类

别进行划分ꎮ 残差矩阵 Δｊ 定义如下:
Δ１

ｉ ＝ Ｙｉ

Δｊ ＋ １
ｉ ＝ Δｊ

ｉ － Ｄ ｊ
ｉＸ ｊ

ｉꎬｊ ＝ １ꎬ２ꎬꎬｎ{ (８)

利用分步迭代求解思想:首先ꎬ固定字典 Ｄ ｊ
ｉꎬ对式

(７)利用正交匹配追踪算法求解系数矩阵 Ｘ ｊ
ｉꎻ然后ꎬ固

定系数矩阵 Ｘ ｊ
ｉꎬ更新字典 Ｄ ｊ

ｉꎬ此时系数矩阵 Ｘ ｊ
ｉ 和残差

矩阵 Δｊ
ｉ 均是常矩阵ꎮ

式(７)所示的约束优化问题可简化为无约束优化

问题ꎬ即: ａｒｇ　 ｍｉｎ
Ｄｊｉ

‖Δｊ
ｉ － Ｄ ｊ

ｉＸ ｊ
ｉ‖２

Ｆ (９)

笔者利用 ＳＧＫ 算法ꎬ对式(９)所示的无约束优化

问题进行求解ꎬ即字典 Ｄ ｊ
ｉ 的更新公式如式(４)所示ꎬ

只需利用式(７)与式(３)的对应关系将对应变量进行

替换即可ꎻ
迭代结束后ꎬ将更新后的 Ｄ ｊ

ｉ 和 Ｘ ｊ
ｉ 代入式(８)中ꎬ

求解下一层残差矩阵 Δｊ ＋ １
ｉ ꎬ再进行下一层字典和系数

矩阵的求解ꎻ
重复上述操作ꎬ直到字典层数等于设定的总层数

ｎꎬ所学习到的深度字典即可以用于故障识别ꎮ
ＤＤＬ 模型求解流程图如图 １ 所示ꎮ

图 １　 ＤＤＬ 模型流程图

２. ３　 关键参数选择

以残差矩阵 Δｎ ＋ １
ｉ 大小衡量模型优劣ꎬ其代价函数

如下:

Ｊ ＝ ∑
１０

ｉ ＝ １
‖Δｎ＋１

ｉ ‖Ｆ (１０)

式(１０)中ꎬＪ 越小误差越小ꎬ模型性能越好ꎮ
由于不同字典初值会影响迭代过程的收敛ꎬ从而

最终会对模型性能造成影响ꎮ
Ｋ 均值初始化、直接初始化和随机初始化 ３ 种不

同初始化方法对模型的影响ꎬ如图 ２ 所示ꎮ

图 ２　 不同初始化方法对模型性能的影响

由图 ２ 可知:Ｋ 均值初始化方法效果最好ꎬ其内在

结构上保证了初始化的字典中不会有特别相近的原

子ꎮ 因此ꎬ笔者选择 Ｋ 均值进行初始化ꎮ
字典的原子总数以及字典层数也是影响模型性能

的重要因素ꎮ 在理论上ꎬ增加字典规模和层数可使模

型更精确ꎬ但同时也会增加字典学习过程中所需的时

间和硬件资源ꎮ 因此ꎬ此处应综合考虑模型性能和求

解代价ꎬ选择合理的字典规模和层数ꎬ在保证模型性能

的前提下ꎬ尽可能地缩短模型训练时间ꎬ并减少其对硬

件资源的占用ꎮ
笔者对字典中原子总数占总样本总数的比例从

０. １ 至 ０. ５ꎬ字典层数从 １ 层到 ８ 层的情况下ꎬ进行了

迭代求解ꎮ
不同组合下ꎬ模型最终的代价函数取值如图 ３

所示ꎮ

图 ３　 字典规模及层数对模型性能的影响
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由图 ３ 可以看出:当字典规模和层数增加到一定

程度时ꎬ模型性能趋于稳定ꎮ 此时ꎬ再增加字典规模和

层数对模型性能的提升作用不大ꎮ
因此ꎬ笔者最终选定字典层数为 ５ 层ꎬ字典中原子

总数占样本总数的比例为 ３０％ ꎮ

２. ４　 轴承故障识别

分类学习至各层字典后ꎬ笔者将同属一层的各类

字典组成总子层字典ꎬ即:
Ｄ ｊ ＝ [Ｄ ｊ

１  Ｄ ｊ
ｉ  Ｄ ｊ

１０] (１１)

对待识别的轴承故障样本 ｙꎬ在各子层字典 Ｄ ｊ

( ｊ ＝ １ꎬ２ꎬꎬｎ)上逐层求解稀疏表示系数ꎬ且各层的稀

疏性指标均为 １ꎮ 由于此时字典 Ｄ ｊ 是已知的ꎬ只需利

用 ＯＭＰ 算法求解系数向量 ｘ ｊꎬ然后利用残差更新公式

逐层更新残差ꎬ最后进行信号重构ꎮ 重构误差最小的

类就是该样本所属故障类别ꎮ
具体判别方法如下:

ｃｌａｓｓ(ｙ) ＝ ｉ

ｍｉｎ
‖ｙ － ∑

ｎ

ｊ ＝ １
Ｄ ｊ

ｉｘ ｊ
ｉ‖２

２

‖ｙ‖２
２

(１２)

式中:ｃｌａｓｓ(ｙ)—样本 ｙ 所属故障类别ꎻ‖ｙ －∑
ｎ

ｊ ＝１
Ｄｊ

ｉｘｊｉ‖２
２ /

‖ｙ‖２
２—第 ｉ 类字典重构误差ꎮ
样本的深度稀疏表示如图 ４ 所示ꎮ

图 ４　 样本的深度稀疏表示

３　 实验验证

３. １　 轴承数据

为验证深度字典学习 ＤＤＬ 模型的有效性ꎬ笔者搭

建了滚动轴承试验台ꎬ对故障轴承进行了测试ꎮ
滚动轴承试验台如图 ５ 所示ꎮ

图 ５　 滚动轴承实验台

图 ５ 中的试验台由电机、转矩测量轴、滚动轴承测

试模块、飞轮和负载电机等组成ꎮ
加速度传感器安装在试验台驱动端ꎬ轴承型号为

６２０５ ２ＲＳ ＪＥＭ ＳＫＦꎻ采样频率设置为 １２ ０００ Ｈｚꎬ转速

为 １ ８００ ｒ / ｍｉｎꎻ
此处ꎬ笔者设置 ４ 种工况状态:内圈故障工况、外

圈故障工况、滚动体故障工况以及正常工况ꎮ
每种故障损失尺寸分别为 ０. １８ ｍｍ、０. ３６ ｍｍ 和

０. ５４ ｍｍꎮ 测试轴承的损伤尺寸是由电火花刻蚀技术

加工得到的ꎮ
最后ꎬ实验所得数据集的每种工况包括 ３ ０００ 个

训练样本、８００ 个验证样本和 １ ０００ 个测试样本ꎮ 测

试样本用于评估模型ꎬ每个样本包括 １ ０２４ 个采

样点ꎮ
实验工况的设置如表 １ 所示ꎮ

表 １　 实验工况设置

工况 编号 故障尺寸 / ｍｍ 标签

正常 ａ ０ ０００００００００１
内圈轻微 ｂ ０. １８ ００００００００１０
内圈中度 ｃ ０. ３６ ０００００００１００
内圈重度 ｄ ０. ５４ ００００００１０００
外圈轻微 ｅ ０. １８ ０００００１００００
外圈轻微 ｆ ０. ３６ ００００１０００００
外圈重度 ｇ ０. ５４ ０００１００００００

滚动体轻微 ｈ ０. １８ ００１０００００００
滚动体中度 ｉ ０. ３６ ０１００００００００
滚动体重度 ｊ ０. ５４ １０００００００００

　 　 在 １０ 种工况下ꎬ滚动轴承的时域波形如图 ６
所示ꎮ

１０ 种工况下ꎬ滚动轴承相应的的包络谱如图 ７
所示ꎮ

由图(６ꎬ７)可知:滚动轴承的信号时域波形与包

络谱图受噪声干扰严重ꎬ难以直接识别滚动轴承故障ꎮ

３. ２　 轴承故障识别与分析

在Ｗｉｎｐｙｔｈｏｎ５. ２. ０ 环境下的 Ｓｐｙｄｅｒ 编译器使用 Ｐｙ￣
ｔｈｏｎ ３. ８ 进行程序编写ꎬ深度学习框架为 ＰｙＴｏｒｃｈ １. ５ꎮ

其硬件以及软件环境如表 ２ 所示ꎮ
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图 ６　 时域波形图

图 ７　 包络谱图

　 　 笔者将样本采用 ２. １ 节中的样本矩阵生成方法进

行处理ꎬ得到样本矩阵ꎻ再利用深度字典学习模型求解

方法迭代求解出深度故障字典 Ｄꎮ 其中模型关键参数

的选择与 ２. ３ 节中一致ꎮ 后续故障样本的分类均基于

该深度故障字典 Ｄ 实现ꎬ分类实现如 ２. ４ 节所述ꎮ
为了测试深度字典学习 ＤＤＬ 模型的性能ꎬ在相同
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表 ２　 程序运行环境

硬件 型号 软件 型号

ＣＰＵ Ｉ７ ９７００Ｆ 操作系统 Ｗｉｎ１０ ６４ 位

ＧＰＵ ＧＴＸ１６６０ ６ ＧＢ 显存 框架 ＰｙＴｏｒｃｈ １. ５

内存 １６ ＧＢ 语言
Ｗｉｎｐｙｔｈｏｎ５. ２. ０

Ｐｙｔｈｏｎ ３. ８

数据集上ꎬ笔者使用文献[１１]提出的 ＣＮＮ￣ＬＳＴＭ 深度

神经网络(ＣＮＮ￣ＬＳＴＭ)、文献[１２]提出的深度自编码

网络(ＤＳＣＮ)、文献[１３]提出的卷积神经网络和门控

循环单元(Ｃ￣ＧＲＵ)进行对比分析ꎮ
在测试集上ꎬ不同模型的实验结果准确率取 １０ 次

试验结果的平均值ꎬ如表 ３ 所示ꎮ
表 ３　 不同模型的实验结果

模型 测试集精度 训练时间 / ｓ
ＤＤＬ ９９. ２８ ７６５

ＣＮＮ￣ＬＳＴＭ ９５. ６７ １ ５０７
ＤＳＣＮ ９６. １０ １ ６９８
Ｃ￣ＧＲＵ ９５. ２８ ９９５

　 　 由表 ３ 可知:
(１)采用 ＤＤＬ 模型的滚动轴承故障识别准确率达

到了 ９９. ２８％ ꎬ高于其他 ３ 种模型ꎬ且训练时间低于其

他模型ꎬ这是因为数据驱动的字典学习方法能充分利

用滚动轴承自身的海量故障数据提取故障特征ꎻ且训

练算法非反向传播算法ꎬ梯度消失缺陷得以避免ꎻ
(２)在 ＣＮＮ￣ＬＳＴＭ 模型中ꎬ由于 ＬＳＴＭ 的梯度消

失现象严重ꎬ识别准确率仅为 ９４. ６７％ ꎬ且 ＬＳＴＭ 的时

间跨度较大ꎬ运算相对耗时ꎻ
(３)ＤＳＣＮ 模型为全连接网络模型ꎬ所需要训练的

参数众多ꎬ导致训练时间最长ꎻ
(４)Ｃ￣ＧＲＵ 将 ＣＮＮ 和 ＧＲＵ 模型结合ꎬＧＲＵ 相对

ＬＳＴＭ 少一个门函数ꎬ因此ꎬ参数量少于 ＬＳＴＭꎬ训练速

度快于 ＬＳＴＭꎻ但其识别准确率略低于 ＬＳＴＭꎮ
基于 ＤＤＬ 的诊断方法的第 １ 次训练与测试过程

Ｌｏｓｓ 曲线ꎬ如图 ８ 所示ꎮ

图 ８　 Ｌｏｓｓ 函数变化曲线

接下来ꎬ笔者进一步分析 ＤＤＬ 模型的特征学习与

故障识别能力ꎮ

基于 ＤＤＬ 的诊断方法的第 １ 次测试结果多分类

混淆矩阵ꎬ如图 ９ 所示ꎮ

图 ９　 第 １ 次测试结果的多分类混淆矩阵

由图 ９ 可知:１０ 种工况下ꎬ滚动轴承的故障识别

准确率均达到了 ９９％以上(工况 ｆ 和 ｇ 的识别准确率

最高ꎬ 达 到 了 １００％ )ꎻ 正 常 工 况 下 的 识 别 率 为

９９. １７％ ꎬ低于其他工况ꎮ

３. ３　 鲁棒性验证

考虑到实际运行环境中存在噪声ꎬ笔者对所提算

法的抗噪性能进行验证ꎬ对采集到的故障样本添加高

斯白噪声ꎮ
在不同噪声强度下ꎬ故障识别准确率和重建误差(样

本实际所属类别字典的重建误差)的均值ꎬ如表 ４ 所示ꎮ

表 ４　 抗噪性能验证

ＳＮＲ / ｄＢ 分类准确率 / ％ 重建误差均值

无噪声 ９９. ２８ ０. １０３
４０ ９９. ０２ ０. １１４
３５ ９８. ８９ ０. １６５
３０ ９８. ２３ ０. １８９
２５ ９８. ０８ ０. ３３５

　 　 由表 ４ 可知:在不同噪声强度下ꎬ笔者所提出的

ＤＤＬ 模型均可获得较高的故障识别准确率ꎬ且对样本

的重建误差受噪声强度的影响较小ꎮ 该结果证明了

ＤＤＬ 模型具有较好的抗噪性能ꎮ

３. ４　 故障特征可视化

由于深度学习等基于数据驱动的特征学习算法的

可解释性差ꎬ笔者构建了一个基于数据的特征学习模

型ꎬ且所学习到的特征具有较好的物理含义ꎮ
外圈故障振动信号基于深度故障字典的稀疏表示

结果ꎬ如图 １０ 所示ꎮ
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图 １０　 稀疏表示字典原子

由图 １０ 可知:低层字典原子主要反映了故障样本

的概貌特征ꎬ高层字典原子主要揭示了故障的细节特

征(冲击特征)ꎬ且随着字典层数的增加ꎬ突变量等细

节信息更为凸显ꎮ
由此可见ꎬ这种从由概貌到细节的层次化特征提取

方式ꎬ符合人们的认知过程ꎬ具有较好的物理意义[１４ꎬ１５]ꎮ

４　 结束语

为了解决轴承故障识别算法存在的特征提取与选

择困难的问题ꎬ笔者提出了一种基于 ＤＤＬ 方法的滚动

轴承故障识别方法ꎬ即利用字典学习的稀疏性约束逐

层学习轴承故障数据中的典型结构特征ꎬ再根据故障

样本结构构造了深度故障字典ꎬ根据样本的重建误差

确定了其故障类别ꎻ实验结果表明ꎬ基于 ＤＤＬ 的故障

识别方法具有较好的识别效果ꎮ
主要研究结论如下:
(１)深度字典学习模型逐层自动提取故障特征ꎬ所

提取的故障特征具有较好的物理含义ꎻ其中ꎬ低层字典

包含了故障的总体特征ꎬ高层字典揭示了故障的细节特

征ꎬ在一定程度上解决了故障特征的可解释性问题ꎻ
(２)基于数据驱动的字典学习方法ꎬ能充分利用

滚动轴承自身的海量故障数据提取故障特征ꎬ用于解

决如轴承系统复杂故障识别等物理建模过程过于复杂

的问题ꎮ
笔者所设置的轴承故障缺陷是参考大多数文献所

使用的电火花刻蚀技术得到的ꎬ与实际轴承缺陷的表

现特征存在一定差别ꎮ 因此ꎬ在后续的研究工作中ꎬ笔
者拟将 ＤＤＬ 模型方法应用于轴承全寿命周期故障信

号ꎬ并进一步对 ＤＤＬ 模型进行优化ꎮ
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