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基于 ＶＭＤ￣ＳＶＤ 和 ＳＶＭ 的旋转

机械故障诊断研究∗

张燕霞ꎬ户文刚
(甘肃交通职业技术学院 机电工程系ꎬ甘肃 兰州 ７３００７０)

摘要:旋转机械的振动信号具有非线性、非平稳特点ꎬ同时其早期的微弱故障信号易受噪声的干扰ꎬ因此在故障诊断中难以提取其

故障特征ꎬ识别其故障类型ꎬ针对这一问题ꎬ提出了一种基于变分模态分解(ＶＭＤ)￣奇异值分解(ＳＶＤ)和支持向量机(ＳＶＭ)的旋转

机械故障诊断方法ꎮ 首先ꎬ对原始振动信号进行了 ＶＭＤ分解ꎬ并得到了其若干个分量信号ꎻ然后ꎬ对各分量信号进行了信号重构ꎬ
应用 ＳＶＤ提取了其重构信号的奇异值特征向量ꎻ最后ꎬ将其特征向量输入 ＳＶＭ进行了故障诊断ꎬ利用双跨度转子故障模拟实验台

实测数据验证了该方法的有效性ꎮ 研究结果表明:基于 ＶＭＤ￣ＳＶＤ方法得到的模态分量(ＩＭＦ)矩阵的奇异值表现出很好的稳定性ꎬ
在三维特征散点图中表现出很好的可分性ꎻ在变工况和不同转速下ꎬ与其他组合方法相比ꎬ该方法具有更高的识别准确率ꎬ平均分

类识别率分别到达了 ９５. ９６％ 、９５. ９５％ ꎬ可以有效地辨识出轴承等旋转机械的故障类型ꎮ
关键词:变分模态分解ꎻ奇异值分解ꎻ支持向量机ꎻ故障诊断
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０　 引　 言

旋转机械是石油、化工、电力等企业中广泛应用的

设备ꎬ其安全可靠的运行对保障人员安全和提高经济效

益、社会效益都有重要意义ꎮ 因此ꎬ对保证设备安全运

行而言ꎬ研究旋转机械的故障诊断方法意义重大[１ꎬ２]ꎮ



旋转机械在运行过程中ꎬ其振动信号往往包含着

丰富的状态信息ꎮ 从运行的振动信号中提取基于时

域、频域或时频的故障指标ꎬ作为旋转机械故障诊断的

特征向量ꎬ以此来进行故障辨识ꎬ是目前被广泛采用的

故障诊断方法ꎮ
旋转机械运行的振动信号往往表现出非线性、非

平稳特点ꎬ并且其早期的微弱故障信号易受噪声干扰ꎬ
而难以被提取和识别ꎮ 因此ꎬ如何有效地提取其早期

微弱故障特征ꎬ准确地辨识其故障ꎬ对于设备的运行状

态监测及故障早期预判等具有重要意义[３]ꎮ
在面对复杂的非线性和非平稳振动信号时ꎬ采用

典型的振动信号分析方法ꎬ如傅里叶变换、小波变换、
Ｗｉｇｎｅｒ分布等ꎬ都存在各自的局限性[４]ꎮ

为解决传统振动信号分析方法的缺陷ꎬ更有效地

应对复杂振动信号ꎬ自适应非线性和非平稳振动信号

处理方法相继被提了出来ꎮ ＨＵＡＮＧ Ｎ Ｅ 等人[５ꎬ６]提

出了经验模态分解 ( ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ
ＥＭＤ)方法ꎻ但是 ＥＭＤ本身存在着模态混叠与端点效

应ꎬ还存在着过包络、欠包络以及依赖于插值方法的选

择等问题ꎮ ＳＭＩＴＨ Ｓ Ｊ[７]提出了局部均值分解( ｌｏｃａｌ
ｍｅａｎ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬＬＭＤ)方法ꎬ但 ＬＭＤ也存在着计算

量大、平滑次数最优确定等问题ꎮ ＷＵ Ｚ Ｈ 等人[８]提

出了集合经验模态分解( ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅ￣
ｃｏｍｐｏｓｉｔｉｏｎꎬＥＥＭＤ)方法ꎻ但 ＥＥＭＤ 也有自身的缺陷ꎬ
其在中、低频会产生模态混叠现象ꎮ ＧＩＬＬＥＳ Ｊ[９]提出

了经验小波变换(ｅｍｐｉｒｉｃａｌ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍꎬ ＥＷＴ)方
法ꎻ但 ＥＷＴ 在面对复杂频谱时ꎬ存在过切分问题ꎮ
ＤＲＡＧＯＭＩＲＥＴＳＫＩＹ Ｋ等人[１０ꎬ１１]提出了变分模态分解

(ＶＭＤ)方法ꎮ ＶＭＤ 是一种新的自适应信号分解方

法ꎬ在近些年中广泛应用ꎬ它从低到高对信号频率排

序ꎬ使信号自适应分解成多个模态分量(ＩＭＦ)ꎬ在处理

非线性、非平稳信号能取得理想的效果ꎮ 该方法克服

了 ＥＭＤ等方法存在的模态混叠现象、噪声敏感问题ꎬ
同时避免了递归模型的缺陷ꎮ

奇异值分解(ＳＶＤ) [１２ꎬ１３]是一种矩阵正交变换算

法ꎬ其通过正交分解将将原矩阵转化为一个对角阵ꎬ得
到可以表征原矩阵物理特性的特征ꎬ且所得奇异值具

有极好的不变性和稳定性ꎬ将它与 ＶＭＤ 结合ꎬ可以提

取振动信号的有效特征ꎮ
传统的故障识别方法主要有两类ꎬ即 ｋ 近邻分类

器(ｋ￣ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒ ｃｌａｓｓｉｆｉｅｒꎬ ＫＮＮ) [１４]、人工神经网

络(ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＡＮＮ) [１５]ꎮ 这些方法在故

障诊断方面的应用颇多ꎮ
ＫＮＮ简单、易懂ꎬ在处理分类问题时对异常值不敏

感ꎬ分类准确度高ꎻ但是 ＫＮＮ 无法给出数据的内在含

义ꎬ同时计算复杂度高ꎬ无法处理样本不平衡问题[１６]ꎮ
ＡＮＮ具有较强的自学能力ꎬ以及较强的自适应性

和非线性逼近能力ꎻ但是 ＡＮＮ同时也存在着参数优化

难、在故障样本数量有限的情况下出现过学习等缺点ꎮ
在现实故障诊断中ꎬ故障样本数目往往是有限的ꎬ

因此需要能够克服小样本问题的分类器ꎮ 而支持向量

机(ＳＶＭ)作为经典的分类算法ꎬ是在统计学习理论基

础上发展起来的学习方法ꎬ它克服了 ＡＮＮ收敛速度慢

和过学习的问题ꎬ在解决非线性、小样本、高维问题以

及局部极值等问题中存在诸多优势ꎬ因此ꎬ特别适合于

解决机械设备故障诊断中的小样本问题[１７]ꎮ
基于上述分析ꎬ笔者将变分模态分解(ＶＭＤ)方法

及奇异值分解(ＳＶＤ)方法与支持向量机(ＳＶＭ)相结

合ꎬ提出一种基于 ＶＭＤ￣ＳＶＤ 和支持向量机的旋转机

械故障诊断方法ꎮ

１　 算法原理简介

１. １　 变分模态分解

变分模态分解(ＶＭＤ)是 ＤＲＡＧＯＭＩＲＥＴＳＫＩＹ Ｋ等

人于 ２０１４ 年提出的一种新的非线性、非平稳信号的自

适应分解计算方法ꎻ其首先预设分解个数 Ｋ 值ꎬ通过

寻找变分模型最优解ꎬ以此来确定各模态分量相关中

心频率和带宽带ꎬ最终将原始信号自适应地分解成 Ｋ
个模态分量(ＩＭＦ)ꎮ

假定一原始信号 ｘ( ｔ)ꎬ通过 ＶＭＤ 分解为 Ｋ 个离

散模态分量 ｕｋ( ｔ)ꎬｋ ＝ １ꎬ２ꎬ􀆺ꎬＫꎮ
算法的具体步骤如下:
(１)对每一个模态分量 ｕｋ( ｔ)应用 Ｈｉｌｂｅｒｔ 变换获

取其单边谱:

Ｓｋ ＝ δ( ｔ) ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ｕｋ( ｔ) (１)

式中:δ( ｔ)—脉冲函数ꎮ
(２)将每个模态分量 ｕｋ( ｔ)频谱转移到到相应基

频带:

Ｓｆｋ ＝ δ( ｔ) ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ｕｋ( ｔ)[ ]ｅ － ｊωｋｔ (２)

式中:ｗｋ—ｕｋ( ｔ)的中心频率ꎮ
(３)通过对各模态分量 ｕｋ ( ｔ)解调信号的高斯

平滑方式估算各模态分量的带宽ꎬ构造约束变分

模型:

ｍｉｎ
{ｕｋ( ｔ)}􀅰{ｗｋ}

∑
Ｋ

ｋ ＝ １
∂ｔ δ( ｔ) ＋ ｊ

πｔ( )ｕｋ( ｔ)[ ]ｅ －ｊωｋｔ
２

２
{ }

ｓ. ｔ. 　 ∑
Ｋ

ｋ ＝ １
ｕｋ( ｔ) ＝ ｘ( ｔ)

ì

î

í

ï
ï

ïï

(３)
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式中:∂ｔ—对 ｔ 求偏导ꎻ‖　 ‖２
２—Ｌ２ 范数ꎮ

为了求解上述变分问题ꎬ笔者引入惩罚因子 α 和

拉格朗日乘法算子 λꎬ从而将约束问题转变为无约束

的问题ꎬ得到扩展的 Ｌａｇｒａｎｇｅ表达式为:
Ｌ({ｕｋ( ｔ)}ꎬ{ωｋ}ꎬλ( ｔ)) ＝

α∑
Ｋ

ｋ ＝ １
∂ｔ δ( ｔ) ＋ ｊ

πｔ( )ｕｋ( ｔ)[ ]ｅ －ｊωｋｔ
２

２
＋

ｘ( ｔ) －∑
Ｋ

ｋ ＝ １
ｕｋ( ｔ)

２

２
＋ [λ( ｔ)ꎬｘ( ｔ) －∑

Ｋ

ｋ ＝ １
ｕｋ( ｔ)] (４)

然后ꎬ笔者采用乘法算子交替迭代更新 ｕｎ ＋ １
ｋ 、

ωｎ ＋ １
ｋ 、λｎ ＋ １ꎬ以此来求取扩展 Ｌａｇｒａｎｇｅ 表达式的 “鞍

点”ꎬ直至满足迭代停止条件:

∑
ｋ

‖ｕｎ＋１
ｋ － ｕｎ

ｋ‖２
２

‖ｕｎ
ｋ‖２

２

æ

è
ç

ö

ø
÷ < ε (５)

式中:ε—求解精度ꎮ
求解过程中的单个变量更新表达式如下:

ｕ^ｎ＋１
ｋ (ω) ＝

ｘ^(ω) －∑
ｋ－１

ｉ ＝ １
ｕ^ｎ＋１
ｉ (ω) － ∑

Ｋ

ｉ ＝ ｋ＋１
ｕ^ｎ
ｉ (ω) ＋ λ^ｎ(ω)

２
１ ＋ ２α(ω － ωｎ

ｋ) ２
(６)

ωｎ＋１
ｋ ＝
∫∞０ ω ｜ ｕ^ｎ＋１

ｋ (ω) ｜ ２ｄω

∫∞０ ｜ ｕ^ｎ＋１
ｋ (ω) ｜ ２ｄω

(７)

λ^ｎ ＋ １(ω) ＝ λ^ｎ(ω) ＋ τ ｘ^(ω) － ∑
Ｋ

ｋ ＝ １
ｕ^ｎ ＋ １
ｋ (ω)( ) (８)

式中:ｎ—正整数ꎻ —傅里叶变换ꎻτ—保真系数或者

噪声容限参数ꎮ
最后ꎬ笔者根据实际信号的频域特性进行信号频

带的自适应分割ꎬ原始信号被分解成 Ｋ 个有限带宽值

的 ＩＭＦ分量ꎮ

１. ２　 奇异值分解

奇异值分解是线性代数中的一种矩阵分解方法ꎬ
在信号处理、统计分析等领域已得到了广泛应用ꎮ

利用 ＶＭＤ的 ＩＭＦ分量构造特征矩阵 Ａ:

Ａ ＝

ａ１１ ａ１２ 􀆺 ａ１ｎ
ａ２１ ａ２２ 􀆺 ａ２ｎ
⋮ ⋮ ⋮ ⋮
ａｍ１ ａｍ２ 􀆺 ａｍｎ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

(９)

其中:ｍ ＝ Ｋꎬｎ ＝ ＮꎬＮ—原始信号的采样点数ꎮ
对任意 ｍ × ｎ 阶矩阵 Ａ 进行奇异值分解可以得到

Ａ ＝ＵＤＶＴ (１０)
式中:ＵꎬＶ—ｍ × ｍ 和 ｎ × ｎ 阶正交矩阵ꎬ其中矩阵秩

为 ｒ( ｒ≤ｍｉｎ(ｍꎬｎ))ꎻＤ—对角矩阵ꎬ其中对角元素为

λ１ꎬλ２ꎬ􀆺ꎬλｒ( ｒ ＝ ｍｉｎ(ｍꎬｎ))ꎬ即矩阵 Ａ 的奇异值且

λ１≥λ２≥􀆺≥λｒ≥０ꎮ
对角矩阵 Ｄ 为:

Ｄ ＝
λ ０
０ ０

é

ë
ê
ê

ù

û
ú
ú (１１)

２　 基于ＶＭＤ￣ＳＶＤ和 ＳＶＭ的故障诊断方法

该方法通过 ＶＭＤ对信号进行分解ꎬ得到 Ｋ 个 ＩＭＦ
分量ꎬ再对各分量信号进行信号重构ꎬ以 ＳＶＤ的奇异值

特征序列作为 ＳＶＭ特征输入向量ꎬ以此来进行故障识别ꎮ
具体的故障诊断步骤如下:
(１)按照一定采样频率采集转子不同状态振动

信号ꎻ
(２)利用 ＶＭＤ方法对各状态信号进行分解ꎬ得到

一系列 ＩＭＦ分量ꎻ
(３)对各 ＩＭＦ 分量进行重构ꎬ得到 ＩＭＦ 分量特征

矩阵ꎬ矩阵每行代表一个 ＩＭＦ分量ꎻ
(４)利用 ＳＶＤ分解得到奇异值ꎬ用奇异值构造特

征向量ꎻ
(５)将特征向量输入 ＳＶＭ 分类器ꎬ实现故障类型

诊断ꎮ
基于 ＶＭＤ￣ＳＶＤ和 ＳＶＭ的故障诊断原理图如图 １

所示ꎮ

图 １　 故障诊断流程图

３　 实验验证

３. １　 数据来源

此处笔者采用双跨度转子故障模拟实验台来进行

实验验证ꎮ
双跨转子实验台如图 ２ 所示ꎮ

图 ２　 双跨转子实验台
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笔者用电涡流传感器采集轴承松动、动静碰磨、质
量不平衡、轴系不对中 ４ 种状态的振动信号各 ８０ 组ꎮ
其中ꎬ５０ 组作为训练样本ꎬ３０ 组作为测试样本ꎮ

试验过程中ꎬ控制转子转速为 ２ ８００ ｒ / ｍｉｎꎬ采样频

率为 ５ ０００ Ｈｚꎮ

３. ２　 ＶＭＤ 和 ＳＶＤ 特征提取

因篇幅所限ꎬ笔者选取质量不平衡信号其中一组

信号进行 ＶＭＤ分解ꎮ
根据文献[１１]６３６￣６３７ꎬ笔者设定 Ｋ ＝ ７ꎬ得到了质

量不平衡信号 ＶＭＤ分解结果ꎬ如图 ３ 所示ꎮ
从图 ３ 可看出ꎬ原始信号被分解成 ７ 个 ＩＭＦ分量ꎮ
笔者将 ＶＭＤ分解得到的 ７ 个 ＩＭＦ 分量重构成特

征矩阵ꎬ然后利用奇异值分解对特征矩阵进行奇异值

分解ꎬ并提取奇异值特征向量ꎻ随机选取 ４ 种故障状态

信号各 ５０ 组进行 ＶＭＤ和 ＳＶＤ分解分析ꎮ

图 ３　 质量不平衡信号 ＶＭＤ分解结果

　 　 此处提取的奇异值特征向量如表 １ 所示ꎮ

表 １　 奇异值特征向量

类别 序号 奇异值特征向量

轴承松动

１ ２６２. ６３ ２４５. ４４ ２２０. ６９ １８４. ５３ １３６. ６１ １０１. ７７ ６８. ９５
２ ２６０. ９９ ２４４. ３６ ２２０. ２３ １８３. ６８ １３４. ７２ １０５. ２８ ６６. ８６
３ ２７０. ０４ ２４６. ７８ ２２３. ４１ １８５. ２７ １３８. １６ １０２. ３８ ７０. １４
􀆺
４９ ２６６. ７８ ２４２. ９５ ２２１. ５８ １８２. ６５ １３２. ０９ １０２. １５ ６７. ５６
５０ ２５９. ８７ ２４０. ５６ ２１８. ８８ １８１. １８ １３３. ０２ １００. ８６ ６４. ３２

动静碰磨

１ ２２１. ３７ １９６. ７５ １６２. ２８ １３０. ７９ １０８. ２５ ７３. ３４ ５４. ４８
２ ２２１. ６５ １９５. ６９ １６３. ２２ １３３. ２１ １０６. ５４ ７４. ２２ ５５. ０６
３ ２２４. ０４ １９８. ２５ １６３. ７２ １３２. ４３ １１１. ２６ ７６. ６１ ５８. ２４
􀆺
４９ ２２０. ７６ １９６. ０３ １５９. ５９ １３０. ２８ １０６. ７６ ７１. ９２ ５４. ０８
５０ ２２２. ４８ １９７. ２６ １６１. ３５ １３２. ８２ １０８. ３７ ７３. ７１ ５５. ３５

质量不平衡

１ ３３２. ２４ ３０５. １７ ２７４. ０１ ２３８. ２１ １９４. ２５ １３３. ４７ ９６. ３６
２ ３２９. ８９ ３０２. １２ ２７３. １５ ２３５. ２６ １９３. ６７ １３２. ２８ ９４. ８４
３ ３３１. ３８ ３０３. ５０ ２７０. ６２ ２３５. ９２ １９４. ０６ １３３. １３ ９１. ０７
􀆺
４９ ３３０. ７４ ３０５. ０３ ２７２. ３７ ２３６. １６ １９５. １１ １３１. ８４ ９５. ５８
５０ ３３２. ４２ ３０４. ６９ ２７４. ０４ ２３７. ２１ １９４. ３６ １３３. ５４ ９７. ３３

轴系不对中

１ １９７. ２８ １７７. ３５ １４６. ７７ １２１. ４５ ９３. ０６ ６８. ４９ ４３. ２６
２ ２０１. ２３ １８０. ２８ １４９. ３６ １２２. ２１ ９５. ６２ ７１. ３６ ４０. ６４
３ １９９. ３２ １７７. ８２ １４５. ４３ １２０. ４３ ９３. ３９ ６９. ０５ ４０. ２７
􀆺
４９ １９７. ６５ １７２. ３６ １４５. ０６ １１８. ８５ ９２. ２８ ６８. ４２ ４３. ０８
５０ １９６. ４７ １７５. ４３ １４４. ５５ １２０. ０４ ９３. １７ ６６. ８８ ４１. ２２

　 　 从表 １ 中可以看出ꎬ４ 种故障状态的 ＩＭＦ 分量特

征矩阵的奇异值大小都逐渐减小ꎬ并且每类故障的同

一个 ＩＭＦ分量特征矩阵的奇异值大小基本差别不大ꎬ
表现出很好的稳定性ꎬ表明利用 ＶＭＤ 和 ＳＶＤ 来提取

故障辨识的特征向量是可行的ꎮ
为了验证该方法所提取特征的优越性ꎬ在上述定

性分析的基础上ꎬ笔者进一步借助模式识别ꎬ以此来对

故障信号进行定量识别ꎬ并将其识别效果与其他方法

进行比较ꎮ
为了能直观地表达所提取的特征ꎬ笔者选取 ４ 种

不同故障类型的前 ３ 个的奇异值特征ꎬ绘制三维散点

图ꎬ如图 ４ 所示ꎮ
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图 ４　 不同故障类型的奇异值特征图

从图 ４ 中可以看出ꎬ滚动轴承的各故障状态的三

维特征分布具有很好的可分性ꎮ
由此可见ꎬ基于 ＶＭＤ 和 ＳＶＤ 提取特征并进行滚

动轴承故障诊断是可行的ꎮ

３. ３　 基于 ＶＭＤ￣ＳＶＤ 和 ＳＶＭ 的故障分类

支持向量机(ＳＶＭ)是典型的机器学习算法之一ꎬ
在样本数据有限的情况下ꎬ可以有效地挖掘数据的内

在信息ꎮ 此处ꎬ笔者利用遗传算法确定 ＳＶＭ的最优参

数ꎮ 其中ꎬ核函数选取 ＲＢＦ 核函数ꎬ核参数 ｒ ＝ ２. ２５ꎬ
惩罚参数 Ｃ ＝ ２. ３６ꎮ

笔者随机选取各故障状态振动信号 ６０ 组组成训练

集并训练 ＳＶＭ分类模型ꎬ然后将剩下的各 ３０ 组测试集

输入到训练好的分类器中ꎬ测试 ４种故障状态的识别率ꎮ
３. ３. １　 ＶＭＤ和 ＳＶＤ特征提取验证

为了验证该方法的有效性和优越性ꎬ笔者将该方

法 与 ＥＭＤ￣ＳＶＤ￣ＳＶＭ、 ＬＭＤ￣ＳＶＤ￣ＳＶＭ、 ＥＭＤ￣ＳＶＭ、
ＬＭＤ￣ＳＶＭ、ＶＭＤ￣ＳＶＭ、ＶＭＤ￣ＳＶＤ￣ＳＶＭ进行了对比ꎮ

分类识别结果对比情况如表 ２ 所示ꎮ
表 ２　 分类识别结果对比

类别
ＥＭＤ￣ＳＶＭ ＬＭＤ￣ＳＶＭ ＶＭＤ￣ＳＶＭ ＥＭＤ￣ＳＶＤ￣ＳＶＭ ＬＭＤ￣ＳＶＤ￣ＳＶＭ ＶＭＤ￣ＳＶＤ￣ＳＶＭ

分类准确率 / (％ )
轴承松动 ８４. ０８ ８６. ４２ ８９. ６０ ９０. ７８ ９１. ４２ ９６. ８６
动静碰磨 ８０. ９６ ８５. ２６ ８８. ７９ ９１. ３３ ９０. ８３ ９５. １７

质量不平衡 ８３. ５７ ８５. ８６ ９０. ０５ ９０. ４１ ９２. ２０ ９５. ４２
轴系不对中 ８５. ２６ ８７. １１ ８９. ９６ ９２. ０５ ９１. ５９ ９６. ３３
平均识别率 ８３. ４７ ８６. １６ ８９. ６０ ９１. １４ ９１. ５１ ９５. ９５

　 　 从表 ２ 中可以看出:
(１)基于 ＥＭＤ和 ＬＭＤ 的分类识别率总体低于基

于 ＶＭＤ的故障类型识别率ꎻ
(２)单一的 ＥＭＤ￣ＳＶＭ、ＬＭＤ￣ＳＶＭ、ＶＭＤ￣ＳＶＭ故障

分类 识 别 率 低 于 ＥＭＤ￣ＳＶＤ￣ＳＶＭ、 ＬＭＤ￣ＳＶＤ￣ＳＶＭ、
ＶＭＤ￣ＳＶＤ￣ＳＶＭꎻ

(３)将 ＳＶＤ奇异值特征作为 ＳＶＭ 分类器特征输

入的故障诊断效果良好ꎬ故障类型分类识别率都高于

９０％ ꎮ
３. ３. ２　 不同转速下的识别精度

接下来ꎬ笔者验证不同转速下ꎬ基于 ＶＭＤ￣ＳＶＤ 和

ＳＶＭ方法的故障分类能力ꎮ 笔者分别在 ２ ８００ ｒ / ｍｉｎ、
３ ２００ ｒ / ｍｉｎ、３ ６００ ｒ / ｍｉｎ、４ ０００ ｒ / ｍｉｎ 几种采样转速下ꎬ
对 ４种故障状态进行了验证ꎬ其分类识别率如表 ３所示ꎮ

表 ３　 不同转速下分类识别率

转速 /
( ｒ􀅰ｍｉｎ － １)

轴承松动 动静碰磨 质量不平衡 轴系不对中

分类识别率 / (％ )
２ ８００ ９７. ６４ ９６. ４８ ９６. ２３ ９７. ３７
３ ２００ ９８. ０３ ９４. ７２ ９５. ５０ ９６. ７５
３ ６００ ９６. ４８ ９５. ２３ ９４. ０６ ９５. １４
４ ０００ ９５. ３０ ９４. ２６ ９５. ８８ ９６. ０５

　 　 从表 ３ 中看出ꎬ在不同的采样转速下ꎬ基于 ＶＭＤ￣
ＳＶＤ和 ＳＶＭ的故障状态辨识精度最低高达 ９４. ７２ꎬ表

现出良好的识别效果和识别稳定性ꎮ
３. ３. ３　 变工况下的识别精度

为了进一步验证基于 ＶＭＤ￣ＳＶＤ 和 ＳＶＭ 方法在

变工况下故障辨识的性能ꎬ笔者分别在 ２ ８００ ｒ / ｍｉｎꎬ
２ ８００ ｒ / ｍｉｎ ~ ３ ０００ ｒ / ｍｉｎꎬ３ ０００ ｒ / ｍｉｎꎬ３ ０００ ｒ / ｍｉｎ ~
３ ２００ ｒ / ｍｉｎ的波动转速下进行验证ꎮ

在变工况下ꎬ其分类识别率如图 ５ 所示ꎮ

图 ５　 在变工况下分类识别率

图 ５ 表明ꎬ在波动转速下ꎬ该方法仍具有较高的识

别精度ꎬ４ 种故障类型的识别率最低均超过 ９４. ５５％ ꎬ４
种故障类型所有数据的综合识别率高达 ９５. ９６％ ꎮ

由此可见ꎬ基于 ＶＭＤ￣ＳＶＤ 和 ＳＶＭ 故障诊断方法

具有可行性ꎮ
３. ３. ４　 与其他分类器的辨识精度对比

为了验证该方法的故障辨识精度的优越性ꎬ笔者
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将其与 ＫＮＮ、ＢＰ 的分类准确率进行了对比ꎬ得到不同

分类器的分类准确率结果ꎬ如图 ６ 所示ꎮ

图 ６　 不同分类器的分类准确率

从图 ６ 中可以看出ꎬ在不同转速下ꎬＳＶＭ 的分类

准确率均高于 ＫＮＮ 和 ＢＰ 网络分类方式ꎬ并且一直保

持稳定ꎮ

４　 结束语

旋转机械的振动信号往往表现出非线性、非平稳

特点ꎬ且伴有噪声干扰ꎬ为了提取早期微弱信号中的有

效信息及故障辨识ꎬ笔者提出了一种基于变分模态分

解、奇异值分解和支持向量机相结合的故障诊断方法ꎮ
该方法采用 ＶＭＤ分解方式ꎬ将原始振动信号分解为 Ｋ
个 ＩＭＦ分量ꎬ并对各 ＩＭＦ分量进行 ＶＭＤ分解ꎬ以此来

构造奇异值特征向量ꎬ作为分类器模型训练的依据ꎻ最
后ꎬ采用一双跨度转子故障模拟实验台ꎬ对该方法的可

行性和有效性进行了验证ꎮ
研究结果表明:
(１)基于 ＶＭＤ￣ＳＶＤ进行特征提取方法是可行的ꎬ

其在故障分类中表现出良好的可分性ꎬ高于传统单一

的特征提取方法ꎻ
(２)在不同转速及变工况下ꎬ该方法的分类识别

率高ꎬ稳定性好ꎻ
(３)相比于传统的 ＫＮＮ、ＢＰ 网络分类器ꎬ该方法

具有更高的识别率ꎬ可以有效识别出转子的故障状态ꎮ
由于 ＶＭＤ分解个数(Ｋ 值)以及 ＳＶＭ 中核参数

的选取直接影响最终的分类结果ꎬ在下一步的工作中ꎬ
笔者将就如何有效地选取这些参数值做进一步的

研究ꎮ
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