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基于极端梯度提升回归模型的电梯

钢丝绳磨损预测方法∗
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摘要:目前对电梯钢丝绳磨损量预测的研究还存在不足ꎬ针对这一问题ꎬ采用基于极端梯度提升(ＸＧＢｏｏｓｔ)算法的机器学习方法ꎬ对
电梯钢丝绳磨损率的预测进行了理论分析、数据采集和实验测试研究ꎮ 首先ꎬ在目标损失函数中增加了额外的正则化项ꎬ并使用了

贝叶斯超参数优化ꎬ提出了优化后的算法 ＢＯ￣ＸＧＢｏｏｓｔꎻ然后ꎬ用自制的电梯钢丝绳疲劳试验机对曳引轮直径、载荷力、频率和包角这

４ 个因素进行了试验ꎬ得到了用于预测钢丝绳磨损率的数据ꎻ最后ꎬ用 ＢＯ￣ＸＧＢｏｏｓｔ 算法对钢丝绳磨损率进行了预测分析ꎬ同时与多

元线性回归(ＭＬＲ)、随机森林(ＲＦ)以及支持向量机(ＳＶＭ)等机器学习算法进行了比较ꎮ 研究结果表明:ＢＯ￣ＸＧＢｏｏｓｔ 算法的建模

效果和回归效果最好ꎬ其泛化能力也最高ꎬ能适应不同工况的实验ꎬ在预测钢丝绳磨损率方面优于其他几个模型ꎬ预测值与试验值

达到了 ９９. １％的准确率ꎬ证明了该方法的有效性ꎮ
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０　 引　 言

截至 ２０２０ 年 １２ 月ꎬ我国国内电梯总量将达到了

８５０ 万台ꎬ中国的电梯产销量和电梯数总量在世界上

依旧保持第一ꎮ 但随着电梯市场和需求的日益扩大ꎬ
电梯的安全问题越来越严峻[１]ꎮ

电梯钢丝绳是关系到电梯正常运行的重要部件之

一ꎬ易发生腐蚀磨损和疲劳断裂ꎮ ２０１９ 年 ７ 月 １４ 日ꎬ
上海市嘉定区某电梯维护作业人员徐某在进行电梯钢

丝绳更换作业时ꎬ在刚更换了一根钢丝绳后ꎬ其余所有

的钢丝绳(６ 根)全部断裂ꎬ徐某被上方脱落的链条打

中ꎮ 后经调查发现ꎬ该电梯的钢丝绳已经严重磨损ꎬ处
于一碰即断的临界点ꎬ从而引发了此次安全事故ꎮ

随着电梯曳引钢丝绳的广泛使用ꎬ钢丝绳的安全

防护问题非常值得关注ꎬ除了要经常对其进行润滑之

外ꎬ对曳引轮槽表面磨损情况、轮槽尺寸都需要进行定

期检查ꎬ以保证电梯的安全运行[２]ꎮ 因此ꎬ钢丝绳磨

损量的预测对于提高钢丝绳的使用寿命和电梯安全性

能是非常重要的ꎮ
通过文献检索发现ꎬ国内现有针对电梯钢丝绳磨

损的研究并不多见ꎮ 陈海龙[３] 在对起重机钢丝绳磨

损进行了研究ꎬ结果表明ꎬ直径的减少是起重机钢丝绳

磨损报废的直接原因ꎬ并提出了一种通过测量钢丝绳

直径的减少来值判断钢丝绳磨损量的方法ꎻ但他的研

究中ꎬ实验的样本量太少ꎬ且其研究仅针对钢丝绳直径

对磨损量的影响ꎬ不够全面ꎮ 王平等人[４] 应用绳索振

动理论结合 ＢＰ(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ)神经网络的方法ꎬ对
钢丝绳磨损与张力偏差之间的关系进行了研究ꎬ并设

计了实验对该方法的实用性进行了验证ꎻ但是其研究

也仅针对张力与磨损量的关系ꎬ同样不够全面ꎮ 王

晔[５]研究了不同因素对钢丝绳磨损量的影响ꎬ但是他

仅从理论方面进行了阐述ꎬ并未用实验对此进行验证ꎮ
任洁[６]分析了钢丝绳实际磨损的图片ꎬ并得到结论ꎬ
即多数钢丝绳磨损为人为安装因素引起ꎬ不涉及到钢

丝绳自身的因素ꎮ
因此ꎬ目前对电梯钢丝绳磨损量预测的研究存在

明显的局限和不足ꎮ
为了解决这个问题ꎬ笔者以梯度提升回归( ｇｒａｄｉ￣

ｅｎｔ ｂｏｏｓｔｉｎｇ ｒｅｇｒｅｓｓｉｏｎꎬＧＢＲ)算法为基础ꎬ围绕影响钢

丝绳磨损的 ４ 个主要因素[７] 采集实验数据ꎬ利用经过

贝叶斯优化的极端梯度提升模型(ＢＯ￣ＸＧＢｏｏｓｔ)进行

训练和验证ꎬ预测钢丝绳在不同情况下的磨损量ꎬ并将

其与实际磨损量进行比较ꎮ

１　 理论模型

１. １　 梯度提升回归(ＧＢＲ)

梯度提升算法本质上是一种监督学习方法ꎮ 对于

许多复杂的数据集而言ꎬ它是一种非常可靠的方

法[８ꎬ９]ꎮ ＧＢＲ 就是一种弱学习器的回归算法ꎬ最后得

到强学习器ꎬ它可以用于回归和分类的问题ꎮ 在梯度

提升过程中ꎬ先找到一个预测准确性比较弱的模型

Ｆｍ(ｘ)ꎬ得到其预测值与实际 ｙ 值之间的差异ꎬ即残差

Ｒ(ｘ)ꎮ
ＧＢＲ 不会改变 Ｆｍ ( ｘ)ꎬ而是通过增加估计器 ｈ

(ｘ)构建新的模型ꎬ逐步减小残差ꎮ 当满足下式时ꎬ效
果最好:

ｈ(ｘ) ＝ ｙ － Ｆｍ(ｘ) (１)

１. ２　 极端梯度提升(ＸＧＢｏｏｓｔ)

极端梯度提升算法是以梯度提升算法为基础的一

种优化算法[１０ꎬ１１]ꎬ沿用了梯度提升的框架ꎬ因此同样

是一种监督算法ꎮ ＸＧＢｏｏｓｔ 在目标函数的损失函数中

新加入一个正则化项ꎬ它能过渡最终学习到的权重比ꎬ
防止过拟合现象ꎮ

接下来笔者介绍 ＸＧＢｏｏｓｔ 的理论框架ꎮ
梯度提升树模型的估计输出 ｙ^ｉ 可以表示为所有

树的预测分数 ｆｋ(ｘｉ)的总和:

ｙ^ｉ ＝ ∑
Ｋ

ｋ ＝ １
ｆｋ(ｘｉ)ꎬｆｋ ∈ Γ (２)

式中:Γ—回归树空间ꎻＫ—回归树的数量ꎻｘｉ—样本 ｉ
对应的特征ꎮ

目标函数是机器学习问题中最基本的表达方

式[１２ ]ꎬ其提升的过程会一直进行ꎬ直到目标函数变得

最简且最优ꎮ 笔者将模型中采用的函数集做近似化处

理ꎬ并定义正则化的目标函数为:

Φ ＝ ∑
ｎ

ｉ ＝ １
ｌ(ｙｉꎬｙ^ｉ) ＋ γＴ ＋ １

２ λ∑
Ｔ

ｊ ＝ １
ω２

ｊ (３)

式中:ｎ—给定的数据样本ꎻλ—正则化超参数ꎻγ—引

入额外叶子的复杂度成本ꎻ ｊ—叶子节点ꎻω２
ｊ —叶子节

点 ｊ 权重的 Ｌ２ 范数ꎻ∑
ｎ

ｉ ＝ １
ｌ(ｙｉꎬｙ^ｉ)—描述模型与训练数

据拟合程度的训练损失函数ꎻγＴ ＋ １
２ λ∑

Ｔ

ｊ ＝ １
ω２

ｊ —正则

化惩罚项ꎬ目的是减小模型复杂度ꎬ降低过拟合的

风险ꎮ
对于给定的数据集ꎬ每个叶子节点 ｊ 都存在一个

预测分数 ｆｋ(ｘｉ)ꎬ即叶子权重ꎮ 叶子权重 ω ｊ 是这棵树

中在叶节点 ｊ 处所有样本的回归值ꎮ 其中ꎬｊ∈{１ꎬ２ꎬ
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Ｔ}ꎬ是这棵树的叶子数ꎮ 所有的树都是在加法学习过

程中顺序构建的ꎬ每棵树都从它之前的树中学习ꎬ并更

新预测值中的残差ꎮ 因此 ｙ^(ｋ － １)
ｉ 已经包含了所有树的

迭代结果ꎮ
对于第 ｋ 次迭代ꎬｙ^(ｋ)

ｉ 可以表示为 ｙ^(ｋ － １)
ｉ ＋ ｆｋ(ｘｉ)ꎬ

且目标函数 Φ(ｋ)的表达式为:

Φ(ｋ) ＝ ∑
ｎ

ｉ ＝ １
ｌ(ｙｉꎬｙ^(ｋ－１)

ｉ ＋ ｆｋ(ｘｉ)) ＋ γＴ ＋ １
２ λ∑

Ｔ

ｊ ＝ １
ω２

ｊ

(４)
由于需要在损失函数中优化目标ꎬ笔者在此处将

式(４)按二阶泰勒展开做近似处理ꎬ即:
Φ(ｋ) ≃

∑
ｎ

ｉ ＝ １
ｌ(ｙｉꎬｙ^(ｋ－１)

ｉ ) ＋ ｇｉ ｆｋ(ｘｉ) ＋ １
２ ｈｉ ｆ２ｋ(ｘｉ)[ ] ＋

γＴ ＋ １
２ λ∑

Ｔ

ｊ ＝ １
ω２

ｊ (５)

式中:ｇｉ—损失函数的一阶梯度统计量ꎻｈｉ—损失函数

的二阶梯度统计量ꎮ
ｇｉ 的具体表达式如下式所示:

ｇｉ ＝ ∂ｙ^ｋ － １ ｌ(ｙｉꎬｙ^(ｋ － １)) (６)
ｈｉ 的具体表达式如下式所示:

ｈｉ ＝ ∂２
ｙ^ｋ － １ ｌ(ｙｉꎬｙ^(ｋ － １)) (７)

在迭代过程步骤 ｋ 中去除掉常数项ꎬ得到以下近

似目标值:

Φ(ｋ) ≃ ∑
ｎ

ｉ ＝ １
ｇｉ ｆｋ(ｘｉ) ＋ １

２ ｈｉ ｆ２ｋ(ｘｉ)[ ] ＋ γＴ ＋ １
２ λ∑

Ｔ

ｊ ＝ １
ω２

ｊ

(８)
用叶子的分数向量和样本映射到叶子 ｊ 的索引映

射函数来定义树ꎬ这个过程可以表示为:

∑
ｎ

ｉ ＝ １
ｆｋ(ｘ) ＝ ∑

Ｔ

ｊ ＝ １
ω ｊ (９)

同时式(８)可以改写为:

Φ(ｋ) ＝ ∑
Ｔ

ｊ ＝ １
(∑

ｉ∈Ｉ ｊ

ｇｉ)ω ｊ ＋
１
２ (∑

ｉ∈Ｉ ｊ

ｈｉ ＋ λ)ω２
ｊ[ ] ＋ γＴ

(１０)
给定一个固定的树结构ꎬ每个叶子节点上的最优

叶子权重值 ω∗
ｊ 和极值 Φ∗

(ｋ) 通过简单的二次规划求

解ꎬ具体如下式:

ω∗
ｊ ＝ －

∑
ｉ∈Ｉ ｊ

ｇｉ

∑
ｉ∈Ｉ ｊ

ｈｉ ＋ λ
(１１)

Φ∗
(ｋ) ＝ － １

２ ∑
Ｔ

ｊ ＝ １

∑
ｉ∈Ｉ ｊ

ｇｉ( )
２

∑
ｉ∈Ｉ ｊ

ｈｉ ＋ λ
＋ γＴ (１２)

式(１２)可以看作是一个评估函数ꎬ用于衡量给定

的叶子评分向量的合适程度ꎬ其值越小越好ꎮ 为了避

免陷入无尽的树结构ꎬ在实际应用中ꎬ笔者采用贪心算

法来寻找最优的树结构ꎮ

１. ３　 基于贝叶斯优化的 ＸＧＢｏｏｓｔ 回归模型

超参数是指在机器学习过程中需要提前设置值的

参数ꎬ超参数对模型的预测准确性有显著影响ꎮ 在机

器学习实践中调整超参数通常采用网格搜索 ( ｇｒｉｄ
ｓｅａｒｃｈꎬＧＳ)和随机搜索( ｒａｎｄｏｍ ｓｅａｒｃｈꎬＲＳ)方法ꎮ 由

于 ＧＳ 容易受到维数约束的影响ꎬ维数越多则花费时

间指数增长ꎬ这已被证明对于 ＸＧＢｏｏｓｔ 是不可行的方

法[１３ꎬ１４]ꎮ ＲＳ 通过尝试超参数的随机组合来选择最佳

超参数配置的方法ꎬ但 ＲＳ 的缺点在于不必要的高

方差ꎮ
贝叶斯优化(Ｂａｙｅｓｉａｎ ｏｐｔｉｍｉｚａｔｉｏｎꎬＢＯ)通过目标

以前的评估结果重新构建概率模型[１５ꎬ１６]ꎬ寻得最小化

目标函数的值ꎬ被广泛应用于机器学习超参数调优ꎮ
贝叶斯超参数优化是一种为序列模式模型提供的求全

局优化的方法[１７]ꎬ序列化模型全局优化 ( ｓｅｑｕｅｎｔｉａｌ
ｍｏｄｅｌ￣ｂａｓｅｄ ｏｐｔｉｍｉｚａｔｉｏｎꎬＳＭＢＯ)是把贝叶斯优化的一

个形式化的定义ꎮ
ＳＭＢＯ 伪代码流程如表 １ 所示ꎮ

表 １　 ＳＭＢＯ 伪代码

步骤数 操作

１ 定义 Ｓ０ꎻＨ ＝ ϕ

２ ｆｏｒ ｔ ＝ １ ｔｏ Ｔ ｄｏ

３ λ∗ ＝ ａｒｇｍｉｎＳｔ － １(λ)

４ ｃ ＝ Ｌ(λ∗)

５ Ｈ ＝ Ｈ∪(λ∗ꎬｃ)

６ 根据更新的 Ｓｔꎬ拟合新模型 Ｈ

７ Ｅｎｄ ｆｏｒ

８ 在 λ 中返回具有最小 ｃ 的 Ｈ

　 　 λ—超参数ꎻＬ—损失函数ꎻＨ—记录了所有超参数的历史

集合ꎻＳｔ—从超参数 λ—Ｌ 的映射概率模型

整个循环一共需要进行 Ｔ 次ꎮ 首先每次先根据

已有的历史试验集合找出一个更可能拥有更小损失函

数的超参数集合 λꎬ之后计算实际的损失函数 Ｌ 的值ꎬ
加入历史集合后更新 Ｓꎮ

由于贝叶斯优化是优化目标函数的首选ꎬ笔者提

出的基于贝叶斯超参数优化的极端梯度提升算法

(ＢＯ￣ＸＧＢｏｏｓｔ)对应的流程如图 １ 所示ꎮ
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图 １　 ＢＯ￣ＸＧＢｏｏｓｔ 算法流程

２　 钢丝绳磨损数据的采集

２. １　 疲劳试验机

为了准确地研究电梯钢丝绳在使用过程中的磨损

情况ꎬ笔者采用自制的疲劳试验机来对钢丝绳的磨损

过程进行实验模拟ꎮ 模拟过程为先将钢丝绳绕在曳引

轮和导向轮上ꎬ并张紧(两轮间相对位置可调ꎬ以适应

不同的包角)ꎻ加载模式为气压加载ꎬ通过电控并给定

其一定的频率ꎬ使其来回反复运动ꎮ
疲劳试验机的设计图和实物图如图 ２ 所示ꎮ

图 ２　 疲劳试验机设计图

１—反折轮导向装置ꎻ２—反折轮ꎻ３—试验轮驱动装置ꎻ４—绳头夹具计数装置ꎻ５—包角调节装置ꎻ６—控制系统ꎻ７—导向轮

图 ３　 参数设置界面
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　 　 疲劳试验机分为机械部分和电控部分:(１)机械部

分ꎮ 由伺服电机带动试验轮正反转运行ꎬ以此来拖动钢

丝绳进行疲劳寿命试验ꎮ 实验轮和导向轮为可拆卸结

构ꎬ用来测试不同直径的钢丝绳ꎬ载荷力通过加载轮来调

节其大小ꎻ(２)电控部分ꎮ 主要为人机界面ꎬ在设定试验频

率、试验次数以及包角等参数后ꎬ即开始进行疲劳试验ꎮ
整个试验在曳引比 １:１ 的情况下进行ꎮ 当 ＰＬＣ

通讯正常时ꎬ系统会跳转到参数设置界面来设置相关

实验参数ꎮ 参数设置界面如图 ３ 所示ꎮ

２. ２　 数据采集

目前一般以钢丝绳直径的磨损率来考察钢丝绳的

失效程度ꎮ 磨损率涉及到的因素较多ꎬ钢丝绳的磨损率

主要受载荷力、曳引轮直径、运动频率、包角的影响较

大ꎮ 笔者将上述 ４ 个因素作为实验考察的因素ꎬ将数据

实验测得的磨损率记录下来ꎬ用于创建机器学习模型ꎮ
由于钢丝绳疲劳实验流程很长ꎬ笔者采用 １３０ 组

数据作为训练数据ꎻ且模型训练完毕后ꎬ再用 ２０ 组新

数据作为测试之用ꎬ故总共采集 １５０ 组数据ꎮ 测试模

型的数据如表 ２ 所示ꎮ

３　 实验及结果分析

笔者在 ＭＡＴＬＡＢ 上编写 ４ 种模型的程序ꎬ并导入

表 ２ 中的数据ꎬ分别运行后得到模型的建模结果分析图

和回归效果分析图ꎮ 各模型的预测结果如图 ４ 所示ꎮ
表 ２　 测试模型试验数据集

数据集 曳引轮直径 / ｍｍ 频率 / ( ｒｍｉｎ － １) 载荷力 / Ｎ 角度 / (°) 磨损率

训练集 ４３０ ８５ ５ ８００ １２０ ０. ０１６ ６５１
４５０ ７５ ５ ４００ １３０ ０. ００９ ０９６
４９０ ６０ ６ ０００ １２０ ０. ０１７ ４２９
４００ ６５ ４ ２００ １４０ ０. ０１４ ５３６
４６０ ８０ ４ ０００ １６０ ０. ０１２ ３５９
４５０ ７０ ５ ８００ １２０ ０. ０１９ ４５０
    

测试集 ４３０ ８０ ４ ０００ １５０ ０. ０１９ ７７７
４６０ ７５ ４ ０００ １２０ ０. ０１７ ９９０
４９０ ８５ ４ ４００ １４０ ０. ０１０ ４６９
４８０ ８０ ６ ０００ １６０ ０. ００９ ３１４
４５０ ７５ ４ ６００ １４０ ０. ０１１ ８６０
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图 ４　 不同模型预测结果曲线

　 　 由图 ４(ａ ~ ｈ)可以发现ꎬＢＯ￣ＸＧＢｏｏｓｔ 模型的预测

值与目标值更接近ꎮ 因此ꎬ不难看出 ＢＯ￣ＸＧＢｏｏｓｔ 模型

的模拟效果最好ꎬＲＦ 和 ＳＶＭ 模型其次ꎬＭＬＲ 模型

最差ꎮ
在算法原理上ꎬＲＦ 对异常值不敏感ꎬ且对训练集

一视同仁ꎬ且每棵树分裂特征随机ꎻ采用 ＭＬＲ 算法处

理复杂问题时ꎬ存在较大的局限性ꎻＳＶＭ 虽然有一定

的泛化能力ꎬ但核函数的选取非常困难ꎬ同时对缺失数

据也很敏感ꎻＢＯ￣ＸＧＢｏｏｓｔ 对代价函数进行了二阶泰勒

展开ꎬ同时考虑一阶与二阶导数ꎬ支持自定义代价函数

(二阶可导)ꎬ在超参数问题上加以贝叶斯优化后ꎬ其
优势很大ꎮ

为了评估预测模型的可靠度ꎬ笔者计算每个模型

结果的平均绝对误差(ＭＡＥ)、均方根误差(ＲＭＳＥ)和

决定系数(Ｒ２)ꎮ ＭＡＥ 是评估回归模型预测误差的最

常用方法之一ꎬ它是方程中给出的预测误差的平均绝

对值ꎬ如下式所示:

ＭＡＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
｜ ＰＭ － ＡＭ ｜ (１３)

式中:ＰＭ—预测的磨损量ꎻＡＭ—实际的磨损量ꎻ
对于预测误差ꎬ笔者利用 ＲＭＳＥ 来验证预测的有

效性ꎬ即:

ＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
(ＰＭ － ＡＭ) ２ (１４)

评估参数 Ｒ２ 被广泛称为确定系数ꎬ用于确定预测

值与实际值的接近程度ꎬ即:
Ｒ２ ＝

Ｎ(∑ＰＭ × ＡＭ) － (∑ＰＭ)(∑ＡＭ)

[Ｎ∑ＰＭ２ － ∑(ＰＭ)２][Ｎ∑ＡＭ２ － ∑(ＡＭ)２]

æ

è

ç
ç

ö

ø

÷
÷

(１５)
如前所述ꎬＭＡＥ 和 ＲＭＳＥ 的值越低表示该模型的

效率越高ꎬＲ２ 值在 ０ ~ １ 之间ꎬ且越接近 １ 表示模型的

预测精度越好ꎮ
４ 种模型的 ＭＡＥ、ＲＭＳＥ、Ｒ２ 值如表 ３ 所示ꎮ

表 ３　 钢丝绳磨损结果预测

算法模型
平均绝对

误差(ＭＡＥ)
均方根

误差(ＲＭＳＥ)
决定系数

(Ｒ２)
ＭＬＲ ０. ００６ ９１ ０. ００６ ７ ０. ８２７
ＳＶＭ ０. ００６ ３５ ０. ００５ ９ ０. ８４４
ＲＦ ０. ００４ ７４ ０. ００５ ２ ０. ８８５

ＢＯ￣ＸＧＢｏｏｓｔ ０. ００２ ８６ ０. ００３ ６ ０. ９９１

　 　 通过表 ３ꎬ并结合前文的图 ４ 可以看出:在此次试

验中ꎬＢＯ￣ＸＧＢｏｏｓｔ 模型比其他 ３ 个模型效果都要好ꎻ
具体表现为 ＢＯ￣ＸＧＢｏｏｓｔ 的 ＭＡＥ 与 ＲＭＳＥ 均要小于
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ＭＬＲ、ＳＶＭ 和 ＲＦꎬ且 ＢＯ￣ＸＧＢｏｏｓｔ 的 Ｒ２ 值较高ꎬ达到了

０. ９９１ꎬ与图 ４ 反映的结果类似ꎬ即 ＭＬＲ 显示的预测性

能最低ꎬ ＲＦ 和 ＳＶＭ 其次ꎬ ＢＯ￣ＸＧＢｏｏｓｔ 的预测效果

最优ꎮ

４　 结束语

针对目前对电梯钢丝绳磨损量预测的不足ꎬ笔者

采用基于极端梯度提升(ＸＧＢｏｏｓｔ)算法的机器学习方

法ꎬ对电梯钢丝绳磨损率的预测进行了研究ꎮ 笔者基

于自制的钢丝绳疲劳试验机ꎬ对钢丝绳磨损的 ４ 个主

要因素的数据进行采集ꎬ并用基于贝叶斯超参数优化

的极端梯度提升回归算法 ＢＯ￣ＸＧＢｏｏｓｔ 来预测钢丝绳

疲劳磨损率ꎻ同时将 ＢＯ￣ＸＧＢｏｏｓｔ 与多元线性回归

(ＭＬＲ)、随机森林(ＲＦ)以及支持向量机(ＳＶＭ)算法

进行了比较ꎮ
研究结果表明:
(１)ＢＯ￣ＸＧＢｏｏｓｔ 模型对多因素影响下钢丝绳磨损

率的预测效果最佳ꎬ模型的泛化能力最好ꎬ其预测可靠

度优于 ＭＬＲ、ＲＦ、ＳＶＭ 等模型ꎻ
(２)对于电梯钢丝绳磨损ꎬ采用基于极端梯度提

升回归模型算法ꎬ其预测精度达到了 ９９％ 以上ꎬ预测

值基本等于实际磨损值ꎻ将其用于钢丝绳磨损程度的

参考ꎬ在不同工况下选择合适的曳引轮直径、载荷力、
频率和包角ꎬ有利于降低钢丝绳的磨损率ꎬ提高特种设

备的安全ꎮ
在后续的工作中ꎬ笔者将研究钢丝绳的磨损量与

其使用寿命之间的规律ꎬ以进一步提高钢丝绳使用的

安全性ꎮ
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