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基于贝叶斯优化的 ＧＲＵ 网络轴承剩余使用寿命预测方法∗
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摘要:传统的滚动轴承剩余使用寿命预测模型存在参数优化的困难ꎮ 针对这一问题ꎬ笔者提出了一种基于贝叶斯优化的 ＧＲＵ网络

滚动轴承剩余使用寿命预测方法ꎬ并进行了实验验证ꎬ即以 ＰＨＭ２０１２ 数据集为例ꎬ结合贝叶斯优化算法对基于 Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ 结
构的门控循环单元(ＧＲＵ)预测模型的多个超参数进行了优化ꎮ 首先ꎬ对包含噪声的原始数据进行了小波包处理ꎬ从滚动轴承的振

动机理和故障特征出发提取了时域特征ꎬ针对该时域特征进行了优化、筛选ꎬ并将其输入到模型中的编码器部分ꎬ进一步提取了更

深层次的时序特征ꎻ其次ꎬ结合注意力机制与 Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ结构ꎬ构造了双向 ＧＲＵ神经网络模型ꎬ在模型的高维超参数空间中采

用贝叶斯优化方法搜索超参数ꎬ得到了最优的超参数组合ꎬ并在解码器中融入了线性变换ꎬ得到了滚动轴承的寿命预测值ꎻ最后ꎬ封
装了全部模型构建、训练与使用过程ꎬ建立了基于贝叶斯优化的 ＧＲＵ网络滚动轴承寿命预测流程ꎬ并对方法的有效性进行了对比

实验验证ꎮ 研究结果表明:采用基于贝叶斯优化的 ＧＲＵ网络可以有效预测滚动轴承的剩余使用寿命ꎬ相比于其他 ３ 种方法的最优

结果ꎬ基于贝叶斯优化的 ＧＲＵ网络的平均预测得分提高了 ８. ０１％ ꎻ基于贝叶斯优化的 ＧＲＵ网络对于真实寿命较短的轴承预测结

果较为准确ꎬ而对于真实寿命较长的轴承则没有出现预测值大于真实值的情况ꎬ可以作为轴承临近失效阶段剩余使用寿命估计的
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０　 引　 言

滚动轴承是旋转机械中重要且相对易失效的基础

零部件[１]ꎬ其由于磨损、疲劳等原因而产生的性能退

化或故障将影响设备的正常工作ꎬ甚至会造成财产损

失和人员伤亡等一系列后果[２]ꎮ
因此ꎬ预测滚动轴承可能的失效时刻ꎬ并根据预测

结果提前对设备进行预测性维护是十分必要的ꎬ可以

避免由于滚动轴承失效而造成的设备停机[３]ꎮ
预测滚动轴承剩余使用寿命从而进行设备健康管

理已经成为机械故障诊断领域的研究热点之一[４]ꎮ
总体上ꎬ滚动轴承寿命预测方法可以分为 ３ 类:基于物

理模型的方法、基于数据驱动的方法和混合方法[５]ꎮ
由于具备良好的泛化性能ꎬ数据驱动方法中的基于深

度学习的预测方法受到了广泛的关注ꎬ已经成为滚动

轴承剩余使用寿命预测的重要手段之一[６]ꎮ
近年来ꎬ深度学习中的时间序列模型在滚动轴承

寿命预测领域得到了广泛应用ꎮ
ＣＡＯ Ｙ等人[７]采用了一种基于残差注意力的时

间卷积网络模型来预测滚动轴承的剩余使用寿命ꎻ但
该模型对多工况轴承的跨工况预测能力不足ꎮ ＷＡＮＧ
Ｂ等人[８]引入可分离卷积和压缩￣激励单元ꎬ实现了端

到端的滚动轴承剩余使用寿命预测目的ꎻ但受限于隐

式特征难以结合工程经验问题ꎬ导致其通用性欠佳ꎮ
ＧＵＯ Ｒ 等人[９]采用了一种结合经验模态分解和长短

期记忆(ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙꎬ ＬＳＴＭ)网络的剩余使

用寿命预测方法ꎬ学习固有模态函数和滚动轴承剩余

使用寿命之间的映射关系ꎻ但该方法的长期寿命预测

能力不足ꎮ
上述学者针对不同使用场景结合多种深度学习模

型开展了滚动轴承寿命预测ꎬ并取得了一定进展ꎻ但预

测模型的超参数大部分由研究人员根据经验手动进行

选择调优ꎬ这种选择方法显著降低了模型优化效率ꎮ
因此ꎬ有学者开发了贝叶斯优化、Ｓｕｃｃｅｓｓｉｖｅ Ｈａｌｖｉｎｇ 和
Ｈｙｐｅｒｂａｎｄ等超参数调节方法ꎮ 其中ꎬ贝叶斯优化基

于贝叶斯定理估计目标函数的后验概率分布ꎬ依据后

验分布对超参数组合进行采样ꎬ并根据采样结果不断

完善后验分布的形状ꎬ从而高效地找到目标函数的全

局相对最优解ꎬ在深度学习模型的超参数调节中得到

了广泛应用ꎮ
笔者提出一种基于注意力 ＧＲＵ 模型与贝叶斯优

化的滚动轴承剩余使用寿命预测方法ꎮ
首先ꎬ使用小波包分解重构对原始振动信号进行

降噪处理ꎻ其次ꎬ在去噪后的信号上提取时域特征ꎻ然
后ꎬ将时域特征输入 ＧＲＵ模型中挖掘输入特征与剩余

寿命的映射关系ꎻ最后ꎬ利用贝叶斯优化方法对模型的

超参数进行搜索调整ꎮ

１　 特征提取与优化筛选

振动信号采集方便且蕴含着丰富的退化信息ꎬ是
滚动轴承失效分析的常用信号ꎮ 该领域内积累了众多

研究人员的先验知识ꎬ产生了时域、频域和时频域等一

系列特征计算方法ꎮ 不同人工特征对各种故障类型的

敏感程度有一定差异且数据质量不同ꎬ因此需要对特

征进行优化筛选ꎮ 此外ꎬ由于采集过程中噪声影响难

以忽略ꎬ对振动信号进行降噪是取得一个良好预测结

果的必要条件ꎮ
笔者使用小波包分解重构进行信号降噪ꎮ 该方法

采用一组正交的小波基函数将原始信号分解为高频分

量和低频分量ꎬ然后将得到的高频分量和低频分量作

为新一轮输入信号继续进行迭代分解ꎮ 通过调整小波

基函数的尺度和平移参数ꎬ可获得信号分量的频率信

息与时间信息ꎮ
由于传感器采集的振动信号为离散数据ꎬ因此在

使用小波包变换时ꎬ一般采用离散小波变换ꎮ
其过程表示如下:

Ｗφ(ａꎬｂ) < ｆ( ｔ)ꎬφ ｔ － ｂ
ａ( ) > ＝ １

ａ
∑

ｔ
ｆ( ｔ)φ∗ ｔ － ｂ

ａ( )

(１)
式中:ｆ(ｔ)为原始信号ꎻφ()为小波函数ꎻφ∗()为小波函

数的共轭函数ꎻａ 为通过伸缩控制小波频率的尺度参

数ꎻｂ 为平移参数ꎬ该参数使频率分量具有时间信息ꎮ
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特征提取在寿命预测领域具有重要地位ꎬ对模型

的最终表现影响巨大ꎮ 一个良好的特征应具有单调

性、趋势性和鲁棒性等性质ꎮ 传统的人工经验特征趋

势性和单调性较差ꎬ不利于模型预测ꎮ
考虑到轴承的退化是一个损伤累积过程ꎬ因此笔

者对其特征与趋势的累加进行缩放ꎬ并滤除特征中的

噪声ꎬ降低噪声对累积计算过程的影响ꎬ以实现特征优

化目的[１０]ꎮ

２　 注意力 ＧＲＵ 模型

２. １　 ＧＲＵ 单元

循环神经网络具备独特的递归结构和内部神经元

的参数共享机制ꎬ使其可以学习时间序列之间的依赖

关系ꎬ但其存在梯度消失问题ꎬ即梯度被近距离梯度主

导ꎬ导致模型难以学到远距离的依赖关系ꎮ
ＧＲＵ[１１]是循环神经网络(ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ

ＲＮＮ)的一种变体ꎬ其通过添加“门”结构调节信息流ꎬ
以及“记忆细胞”存储长期信息ꎬ可有效克服短期记忆

的缺陷ꎬ缓解梯度消失问题ꎮ
ＧＲＵ中包含重置门和更新门ꎮ 重置门是根据上

一时间步的隐藏状态和当前输入ꎬ控制历史信息的遗

忘程度ꎮ
重置门表示如下:

ｒｔ ＝ σ(Ｗｒ × [ｈｔ － １ꎬｘｔ]) (２)
式中:Ｗｒ 为重置门中的权重矩阵ꎻｈｔ － １为上一时间步

的隐藏状态ꎻｘｔ 为当前时间步的输入ꎮ
更新门控制传递到当前时间步的新信息ꎮ
更新门表示如下:

ｚｔ ＝ σ(Ｗｚ × [ｈｔ － １ꎬｘｔ]) (３)
式中:Ｗｚ为更新门中的权重矩阵ꎮ

笔者结合重置门和更新门中的信息ꎬ计算当前时

间步的隐藏状态ꎬ隐藏状态表示如下:

ｈ ｔ ＝ ｔａｎｈ(Ｗ × [ｒｔ × ｈｔ － １ꎬｘｔ])

ｈｔ ＝ (１ － ｚｔ) × ｈｔ － １ ＋ ｚ × ｈ ｔ (４)

式中:ｈ ｔ 为备选状态ꎬ其存储了当前时刻的状态ꎻＷ 为

计算备选状态的权重矩阵ꎮ
相较于单向 ＧＲＵ 网络ꎬ双向 ＧＲＵ 网络可以利用

当前时间步的未来信息得到当前时间步的预测值ꎬ即
使用来自当前时间步两端的序列信息来预测输出ꎮ

对于时间序列预测任务ꎬ上述特性意味着在预测

任意时间步的输出时ꎬ网络已经将完整的输入序列信

息纳入计算过程ꎬ而非如单向 ＧＲＵ网络一样只考虑过

去的信息ꎬ这有助于网络更好地理解时间步之间的依

赖关系ꎮ

２. ２　 基于注意力机制的 Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ 结构

注意力机制[１２]源于人类的行为ꎬ其给予时间序列

中关键时间步较高权值ꎬ使模型更关注对输出结果影

响较大的时间步ꎬ而忽略那些对输出结果几乎无影响

的时间步ꎮ
上述机制提高了模型的信息处理能力ꎬ便于捕捉

轴承退化特征的长期趋势ꎬ常与 Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ 结构

的神经网络配合使用ꎮ
注意力机制计算方法多样ꎬ但本质上是计算并分

配权重的过程ꎮ 其分配过程表示如下:
Ｓｃｏｒｅ ＝ ｆａｔｔｅｎ(ｈｅꎬｈｄ) (５)

Ｓｕｍ(Ｓｃｏｒｅ) ＝ ∑
ｉ
ｅｘｐ(Ｓｃｏｒｅｉ) (６)

αｉ ＝ ｓｏｆｔｍａｘ(Ｓｃｏｒｅｉ) ＝
ｅｘｐ(Ｓｃｏｒｅｉ)
Ｓｕｍ(Ｓｃｏｒｅ) (７)

Ｃ ｉ ＝ ∑
ｊ
αｉｊｈ ｊ (８)

式中:ｈｅ 为编码器所有时间步上的输出ꎻｈｄ 为编码器

当前时间步上的隐藏状态ꎻα为注意力权重矩阵ꎮ
在权重计算过程中ꎬ首先ꎬ笔者将编码器所有时间

步上的输出和解码器当前时间步上的隐藏状态点乘ꎬ
计算两者之间的相似度ꎬ相似度越大ꎬ分数值(Ｓｃｏｒｅ)
越大ꎻ其次ꎬ对 Ｓｃｏｒｅ 值进行归一化处理ꎬ得到注意力

权重矩阵 αꎻ然后ꎬ将注意力权重矩阵与编码器输出矩

阵相乘ꎬ得到输出 Ｃꎻ最后ꎬ将上一步的输出 Ｃ 与当前

时间步上的原本输出拼接后进行线性变换ꎬ以得到当

前时间步上的最终预测值ꎮ

２. ３　 贝叶斯优化

神经网络的超参数对模型表现起着决定性作用ꎮ
目前ꎬ在寿命预测领域ꎬ大多数网络模型依然采用手动

调参的方法ꎮ 该方法依赖个人经验、效率较低ꎬ往往得

不到最优的超参数组合ꎮ
笔者利用贝叶斯优化方法搜索模型的高维超参数

空间ꎮ
贝叶斯优化的核心主要包括代理模型和采集函数

两部分ꎮ 代理模型用于拟合真实目标函数的先验分布ꎬ
常用的模型有高斯过程、Ｐａｒｚｅｎ 树估计( ｔｒｅｅ Ｐａｒｚｅｎｅｓ￣
ｔｉｍａｔｏｒꎬＴＰＥ)等ꎮ

采集函数通过权衡“开发”和“探索”之间的关系

来指导下一次迭代的采样点选择ꎬ以实现代理模型的

最大拟合ꎮ 采集函数能够直接决定模型优化的性能ꎬ
影响优化过程的收敛速度及后验分布的拟合效果ꎮ 常
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用的函数包括“期望提升” “置信限准则”和“概率提

升”等ꎮ
笔者选择 ＴＰＥ作为代理模型ꎬ“期望提升”函数作

为采集函数ꎮ

３　 剩余使用寿命预测流程

基于注意力 ＧＲＵ 模型的剩余使用寿命预测算法

具体流程如图 １ 所示ꎮ
流程主要分为小波包变换降噪、时域特征提取、特

征优化与筛选、模型搭建、模型训练及优化、模型测试

等主要步骤:
１)小波包变换降噪ꎮ 原始振动信号经过小波包

分解(小波基函数为 ｄｂ４)ꎬ根据信号的通用阈值采用

软硬阈值折中的方式处理分解后的细节系数ꎬ将处理

后的细节系数进行重构ꎬ以得到最终降噪后的信号ꎻ
２)时域特征提取、优化及筛选ꎮ 时域特征具有直

观、计算简单、趋势明显的优点ꎬ能够表征轴承运行状

况的一部分信息ꎮ 计算时域特征后使用 Ｓａｖｉｔｚｋｙ￣Ｇｏｌａｙ
滤波器进行滤波ꎬ对滤波结果进行优化并筛选获得最

终输入到模型的特征ꎻ
３)模型搭建、训练及优化、测试ꎮ 搭建注意力

ＧＲＵ模型的同时ꎬ将网络的层数、ＧＲＵ单元的偏置等

图 １　 预测流程
Ｆｉｇ. １　 Ｆｏｒｅｃａｓｔｉｎｇ ｐｒｏｃｅｓｓ

网络参数作为贝叶斯优化的超参数ꎬ并将学习率、序列

长度、ｄｒｏｐｏｕｔ等参数作为优化变量ꎬ利用贝叶斯优化

方法对模型进行训练ꎬ得到最优模型ꎬ并在测试数据上

测试所得模型ꎮ
预测流程的实际运行效果如图 ２ 所示ꎮ

图 ２　 预测流程运行效果
Ｆｉｇ. ２　 Ｆｏｒｅｃａｓｔｉｎｇ ｐｒｏｃｅｓｓ ｉｎ ａｃｔｉｏｎ

４　 实验验证与结果分析

４. １　 实验数据

此处笔者使用的数据来自于 ＩＥＥＥ ＰＨＭ２０１２[１３]挑

战赛ꎬ其数据集中包含 ６ 个全生命周期的训练数据和

１１ 个截断的测试数据ꎮ
数据集具体情况如表 １ 所示ꎮ
笔者在每个轴承上采集了水平和垂直方向上的振

动信号ꎮ 根据 ＳＩＮＧＬＥＴＯＮ Ｒ Ｋ等人[１４]的研究结果ꎬ相
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表 １　 轴承数据集

Ｔａｂｌｅ １　 Ｂｅａｒｉｎｇ ｄａｔａ ｓｅｔ

工况
径向力
/ Ｎ

转速 /
( ｒ / ｍｉｎ)

训练集
轴承编号

测试集
轴承编号

１ ４ ０００ １ ８００ １＿１、１＿２ １＿３、１＿４、１＿５、１＿６、１＿７
２ ４ ２００ １ ６５０ ２＿１、２＿２ ２＿３、２＿４、２＿５、２＿６、２＿７
３ ５ ０００ １ ５００ ３＿１、３＿２ ３＿３

较于水平振动信号ꎬ垂直振动信号所包含的有用退化

信息很少ꎮ 因此ꎬ笔者最终使用轴承水平方向上的振

动信号ꎬ在工况 １ 的 ７ 个数据上进行实验验证ꎮ

４. ２　 评价指标

在实际生产中相较于滞后预测(寿命预测值大于

真实值)ꎬ超前预测(寿命预测值小于真实值)更有价

值ꎬ其可以提供正确的维修决策信息ꎮ
为准确评估模型的性能和实际表现ꎬＰＨＭ ２０１２

挑战赛给出了标准得分函数ꎬ其对超前预测和滞后预

测施加了不同程度的惩罚ꎬ惩罚表示如下:

Ｅ ｉ ＝
ａｃｔＲＵＬｉ － ｐｒｅＲＵＬｉ

ａｃｔＲＵＬｉ
× １００％ ꎬ

Ａｉ ＝
ｅｘｐ － ｌｎ(０. ５) . (Ｅｒｉ / ５) 　 ｉｆ Ｅｒｉ≤０

ｅｘｐ ＋ ｌｎ(０. ５) . (Ｅｒｉ / ２０) 　 ｉｆ Ｅｒｉ > ０
{ (９)

式中:Ｅ ｉ 为轴承剩余寿命真实值与预测值之间的误

差ꎻＡｉ 为最终得分ꎮ

４. ３　 时域特征提取、优化及筛选

笔者根据文献[１５]ꎬ选取标准差、反正切标准差、

均方根、峰峰值、偏度、峭度、峰值因数、裕度因数、波形

因数、脉冲因数、偏度因数、峭度因数和上限等特征ꎬ绘
制时域波形ꎬ并根据特征计算公式去除冗余波形与相

近特征ꎮ
时域特征选择如表 ２ 所示ꎮ

表 ２　 时域特征

Ｔａｂｌｅ ２　 Ｔｉｍｅ ｄｏｍａｉｎ ｆｅａｔｕｒｅ

名称 表达式

均方根 Ｘｒｍｓ ＝ １
Ｎ ∑

Ｎ

ｉ ＝ １
ｘ２ｉ

偏度 Ｘｓｋｅ ＝ ∑
Ｎ

ｉ ＝ １
(ｘｉ － Ｘ) ３ / (Ｎ － １)Ｘ３σ

峰值因数 Ｉｐ ＝ ｍａｘ(Ｘ)Ｘｒｍｓ

反正切标准差 Ｘａｔａｎ ＝ σ(ｌｏｇ[ｘｉ ＋ ｘ２ｉ ＋ １ ])

峰峰值 Ｘｐ－ｐ ＝ ｍａｘ(Ｘ) － ｍｉｎ(Ｘ)

峭度 Ｘｋｕｒ ＝ ∑
Ｎ

ｉ ＝ １
(ｘｉ － Ｘ) ４ / (Ｎ － １)Ｘ４σ

裕度因数 Ｉｍ ＝ ｍａｘ(Ｘ) / １
Ｎ ∑

Ｎ

ｉ ＝ １
｜ ｘｉ ｜[ ]

２

上限 Ｘｕｐ ＝ ｍａｘ(Ｘ) ＋ １２
ｍａｘ(Ｘ) － ｍｉｎ(Ｘ)

Ｎ － １

　 　 笔者使用趋势累积方法对提取到的特征进行优

化ꎬ并利用单调性、趋势性、鲁棒性指标评估筛选特征ꎮ
时域特征优化前后的评估指标对比如表 ３ 所示ꎮ

表 ３　 特征优化评估

Ｔａｂｌｅ ３　 Ｆｅａｔｕｒｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｅｖａｌｕａｔｉｏｎ
原始特征 单调性 趋势性 鲁棒性 优化特征 单调性 趋势性 鲁棒性

均方根 ０. ０１０ ０. ７２２ ０. ９４０ 均方根 １. ０００ ０. ９３２ ０. ９９４
峰峰值 ０. ００８ ０. ５９７ ０. ８６２ 峰峰值 １. ０００ ０. ９１２ ０. ９９４
偏度 ０. ００５ － ０. ２９０ ０. ４２２ 偏度 ０. ３０４ － ０. ６９４ ０. ９８５
峭度 ０. ０１１ ０. ０９５ ０. ５７２ 峭度 ０. ９９７ ０. ９７８ ０. ９９５

峰值因数 ０. ００１ ０. １１６ ０. ８７４ 峰值因数 １. ０００ ０. ９９８ ０. ９９５
裕度因数 ０. ００２ ０. １９１ ０. ８５７ 裕度因数 １. ０００ ０. ９９７ ０. ９９５

反正切标准差 ０. ０２６ ０. ９１２ ０. ９５０ 反正切标准差 １. ０００ ０. ９５３ ０. ９９５
上限 ０. ００５ ０. ６０９ ０. ８４４ 上限 １. ０００ ０. ９２１ ０. ９９４

　 　 由表 ３ 可得出:趋势累积方法可以有效优化特征

的单调性、趋势性和鲁棒性ꎮ
根据优化后的 ３ 个指标对时域特征进行筛选ꎬ最

终输入模型的时域特征为均方根、峰峰值、峭度、峰值

因数、裕度因数、反正切标准差和上限ꎮ

４. ４　 实验结果

笔者使用 ｐｙｔｈｏｎ(３. ８. １０)完成所有数据处理及模

型搭建工作ꎮ 其中ꎬ深度学习框架为 ｐｙｔｏｒｃｈ(１. ９. ０)ꎬ

ｃｕｄａ版本为 １１. ３ꎮ 全部实验均在搭载 ＮＶＩＤＩＡ ３０６０
ＧＰＵꎬＩｎｔｅｌ ｉ５￣１０４００Ｆ ＣＰＵ 的 Ｗｉｎｄｏｗｓ１０ ６４ 位操作系

统计算机上完成ꎮ
首先ꎬ确定影响 ＧＲＵ网络性能的超参数及其对应

范围ꎬ形成超参数域空间ꎮ 在域空间中随机初始化超

参数组合ꎬ并以此搭建待训练的网络模型ꎮ 以退化特

征集为输入ꎬ剩余使用寿命标签为输出ꎬ对网络模型进

行训练ꎮ 将测试数据输入到训练好的网络模型中ꎬ计算
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预测剩余使用寿命的均方根误差ꎬ并将其作为优化目标

值ꎬ构建由超参数和目标值组成的 ＴＰＥ代理模型ꎮ 利用

采集函数在域空间中迭代采样ꎬ并根据采样结果更新代

理模型ꎬ直到目标值收敛ꎮ 其中ꎬ所确定的 ＧＲＵ网络模

型使目标值最小的超参数组合ꎬ其即为最优模型ꎮ
超参数选择如表 ４ 所示ꎮ

表 ４　 超参数空间

Ｔａｂｌｅ ４　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｐａｃｅ

参数类型 超参数 范围

结构参数 单向双向 [ＢｉＧＲＵꎬＧＲＵ]
结构参数 层数 [１ꎬ３]
结构参数 单元数量 [３２ꎬ６４ꎬ１２８]
结构参数 添加注意力 [是ꎬ否]
结构参数 ＧＲＵ偏置 [是ꎬ否]
训练参数 优化器 [ＡｄａｍꎬＡｄａｍＷ]
训练参数 归一化输入数据 [是ꎬ否]
训练参数 批量大小 [４ꎬ８ꎬ１６]
训练参数 序列长度 [１０ꎬ２０ꎬ３０]
训练参数 Ｔｅａｃｈｅｒ Ｆｏｒｃｉｎｇ [０. ０ꎬ０. １]
训练参数 丢弃率 [０. ０ꎬ０. ３]
训练参数 学习率 [０. ０００ １ꎬ０. ００１]

　 　 在巨大的超参数空间中ꎬ笔者仅抽样 ２００ 组超参

数进行训练优化ꎬ经过贝叶斯优化后得到的参数组合

为(ＢｉＧＲＵꎬ１ꎬ３２ꎬ否ꎬ是ꎬＡｄａｍＷꎬ是ꎬ４ꎬ２０ꎬ０. ０ꎬ０. ０５ꎬ
０. ０００ １)ꎬ在该参数组合下测试所得到的模型ꎮ

轴承 １＿５、１＿６ 预测结果如图 ３ 所示ꎮ

图 ３　 轴承寿命预测结果
Ｆｉｇ. ３　 Ｌｉｆｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｂｅａｒｉｎｇｓ

粗虚线为轴承的真实剩余使用寿命百分比ꎻ黑色

实线为三次多项式拟合值ꎻ黑色点构成的斜划线为模

型的预测值ꎻ其中三次多项式的拟合值可以作为轴承

退化趋势的参考ꎮ
为了证明基于贝叶斯优化的 ＧＲＵ网络的有效性ꎬ

笔者将实验结果与其他文献中的 ３ 种方法 (卷积

ＬＳＴＭ[１６]、自注意 ＬＳＴＭ[１７]、ＲＮＮ[１８] )的预测结果进行

了对比ꎮ
基于贝叶斯优化的 ＧＲＵ 网络与其他文献的对比

结果如表 ５ 所示ꎮ
表 ５　 基于贝叶斯优化的ＧＲＵ网络与其他文献方法的结果对比

Ｔａｂｌｅ ５　 Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ＧＲＵ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ Ｂａｙｅｓｉａｎ
ｏｐｔｉｍｉｚａｔｉｏｎ ａｒｅ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｏｓｅ ｏｆ ｏｔｈｅｒ ｌｉｔｅｒａｔｕｒｅｓ

轴承
贝叶斯优化
ＧＲＵ误差 / ％

卷积 ＬＳＴＭ
误差 / ％

自注意 ＬＳＴＭ
误差 / ％

ＲＮＮ
误差 / ％

１＿３ ７６. ９８ ５４. ７３ ３８. ５７ ４３. ２８
１＿４ ６５. ４７ ３８. ４８ － ７. ２４ ６７. ５５
１＿５ １６. ９１ － ９９. ４ － ４２. ２４ － ２２. ９８
１＿６ １０. ０２ － １２０. ０７ － １５. ７５ ２１. ２３
１＿７ ８４. ５２ ７０. ６５ － １１. ７６ １７. ８３

平均得分 ０. ２９７ ９ ０. １００ ０ ０. １８８ １ ０. ２７５ ８
平均误差 / ％ ５０. ７８ ７６. ６７ ２３. １１ ３４. ５７

注:误差值源自模型预测曲线最终时间步预测值对应的评价指
标ꎬ平均得分与平均误差为工况 １ 的 ５ 个轴承测试结果的平
均值ꎮ

由表 ５ 可以看出:基于贝叶斯优化的 ＧＲＵ网络平

均得分高于另外 ３ 个文献中方法的得分结果ꎬ且平均

预测误差有所降低ꎮ 基于贝叶斯优化的 ＧＲＵ 网络对

于真实寿命较短的轴承预测结果较为准确ꎬ而对于真

实寿命较长的轴承预测误差较大ꎬ但并没有出现预测

值大于真实值的情况ꎬ其可以作为轴承临近失效阶段

的剩余使用寿命参考ꎮ
上述结果证明了基于贝叶斯优化的 ＧＲＵ 网络的

有效性ꎮ

５　 结束语

传统的滚动轴承剩余使用寿命预测模型存在参数

优化的困难ꎮ 针对这一问题ꎬ笔者提出了一种基于贝

叶斯优化的 ＧＲＵ网络滚动轴承剩余使用寿命预测方

法ꎬ并进行了实验验证ꎬ即以 ＰＨＭ２０１２ 数据集为例ꎬ结
合贝叶斯优化算法对基于 Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ 结构的门

控循环单元 ( ＧＲＵ)预测模型的多个超参数进行了

优化ꎮ
研究结论如下:
１)趋势累积方法对由振动信号所提取出的时域
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特征的单调性、趋势性和鲁棒性具有明显的优化效果ꎻ
２)基于注意力的 ＧＲＵ 模型可以用于有效地预测

滚动轴承的剩余使用寿命ꎬ且平均得分相较于其他 ３
种方法的最优值提高了 ８. ０１％ ꎻ
３)采用贝叶斯优化方法能够在较短的时间内通

过采样训练得到较优的预测结果ꎬ避免了繁琐的人工

调参和网格搜索的巨大时间代价ꎮ
目前ꎬ基于注意力的 ＧＲＵ模型的预测精度还有待

进一步提高ꎬ且其对剩余寿命较长的轴承预测精度仍

然较低ꎮ 因此ꎬ在后续的研究中ꎬ笔者拟采用迁移学习

等方法进一步提高滚动轴承寿命预测模型的泛化

性能ꎮ
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